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研究成果の概要（和文）：創薬における定量的構造活性相関など、対象データがグラフ表現で与えられる場合の
教師付き学習において、データの出自、計測対象の多因子性などの影響により、実データは「不均質さ」を伴
う。この問題に対処するため主に４点の研究を行った。１：可能な部分グラフ特徴の有無をすべて考え、その中
から予測モデルの学習と必要な特徴の学習を同時に行う手法の開発と分析を行った。２：部分グラフ特徴の空間
を0/1値、相関構造、冗長性等の観点から分析した。３：全ての部分グラフ特徴を対象に決定木・回帰木を学習
する手法の構築とアンサンブル学習拡張を行った。４：部分グラフ特徴にワイルドカードを許容する場合の手法
構築と分析を行った。

研究成果の概要（英文）：When supervised learning over graphs is applied to, for example, real 
molecular graphs in QSAR, it suffers from the 'inhomogeneity' originated from mixing different data 
sources and different underlying mechanisms. To address this problem, we conducted research on the 
following four topics: 1) develop and analyze computational methods for simultaneous learning of 
predictive model and relevant subgraph features among all possible ones; 2) analyze the properties 
of feature space of subgraph indicators with real datasets, in particular, boolean structures, 
correlation structures, and redundancy; 3) develop computational methods for learning decision and 
regression trees over all possible subgraph features, and its ensemble learning by boosting; 4) 
develop a relaxed feature representation by introducing wildcard labels to node and edge labels of 
graphs.

研究分野： 機械学習
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様 式 Ｃ－１９、Ｆ－１９－１、Ｚ－１９、ＣＫ－１９（共通） 

１．研究開始当初の背景 
 
(1) 化学構造式とそれが表現する化合物の

生物活性など、多数の構造のデータに基
づく統計的モデリングにおいて、対象構
造が何らかのグラフ表現で抽象化でき
る場合の教師付き学習は創薬の定量的
構造活性相関用途で研究されてきた。 
 

(2) 各種のアッセイとその化学構造情報の
公的リポジトリ PubChemや ChEMBL
など実際の大規模な構造データにおい
ては、データ出自や計測環境の異なるデ
ータが混合された多混合母集団となっ
てしまう。こうした構造的「不均質さ」
を伴うデータの扱いへの対処が必要で
ある。 

 
２．研究の目的 
 
(1) 分子構造を表現するグラフ構造データ

の実際の不均質さを伴うデータを分析
し、こうした構造的「不均質さ」を伴う
グラフデータに対する教師付き学習の
精度向上および特徴空間の性質の理解
を目指す。 
 

(2) グラフ構造データの教師付き学習のい
くつかの既存アプローチを整理し、その
実データに対する挙動を理解する。また、
計算手法としての性質を分析し、精度向
上のための改良や拡張、いくつかの実グ
ラフデータに対する予測性能や振る舞
いの傾向の差を理解する。特に、実験系
や用いた化合物系に関する不均質さの
影響を理解し、対処法を検討する。 

 
３．研究の方法 
 
(1) 多数のグラフからの教師付き学習とし

て、部分グラフの有無を特徴量とする手
法はかなり多くの既存アプローチを包
含する設定であるため、この枠組みで考
えられる部分グラフ特徴をどのように
選択するか、あるいは対象とする部分グ
ラフ特徴集合をどのように限定するか、
を、部分グラフの探索を伴う厳密手法を
対象に分析する。 
 

(2) 主として実際にドメイン知識を用いて
ケモインフォマティクス領域で主たる
手法となっているデータからフィンガ
ープリントを生成する手法と、グラフか
らの汎用的教師付き学習として提案さ
れたグラフカーネル法およびブーステ
ィングに基づく学習について性質と仕
組みを分析・理解し、新たな手法や拡張
について検討する。 

 
(3) 対象問題は、データ中に生起する部分グ

ラフを全列挙・全探索する技術と密接な
関連を持つため、グラフ列挙やそれに必
要となるグラフ同型・部分グラフ同型の
アルゴリズムの調査と効率を理解する。
特に実データで効率が期待されるヒュ
ーリスティクスについて検討を行う。 

 
(4) 不均質性が混合モデリング可能な場合

の対処として、多数のグラフデータに対
してクラスタリング機構を伴う教師付
き学習やデータ分割による教師付き学
習のアプローチを検討する。決定論的に
教師付き学習を行う場合、不均質であっ
たとしても各々の領域では決定論的判
断・予測を行うこととなるため、基本的
には特徴空間の各領域ごとでモデルが
異なるような手法が必要と考えられる。 
また、領域ごとに有効な特徴が違いうる
ため、例えば Supervised LDA のよう
な属性クラスタリングを伴う手法や、組
成モデリングによって変数選択を行う
手法、決定木・回帰木やランダムフォレ
ストのように領域分割および特徴を伴
う手法など、幅広い選択枝を検討する。 

 
(5) PubChemや ChEMBL等から利用でき

る様々なアッセイデータをベンチマー
クデータとして実際に数値実験ができ
るような系を確立し、分子グラフ表現の
選択、データ数・クラスバランス、各種
法の実際の予測精度とデータセットの
間の傾向、ハイパーパラメタの影響、学
習にかかる時間、などの実際的因子につ
いて定量的に計測・分析を行う。 

 
４．研究成果 
 
主な研究成果として下記の４点が得られた。 
 
(1) 疎性モデリングに基づく線形学習の一

般化と相関構造・冗長性の影響 
 
有力な既存手法として全ての可能な部
分グラフ特徴を探索範囲とするが、その
うち与えられた教師付き学習に必要と
なる部分グラフのみを効率的に同定し
ながら予測モデルの学習も行うアプロ
ーチが提案されている (Kudo et al, 
2004; Saigo et al, 2009)。これらは全て
の部分グラフの中から最も現在予測モ
デルの精度を向上させる特徴を加える、
という処理を逐次的に行うアプローチ
であり、この逐次的な変数探索/変数選
択はブースティングの枠組みで実現さ
れていた。学習モデルは各ステップで同
定される弱学習器である特定の部分グ
ラフの指示子に関して加法的に構成さ
れ、指示子の線形モデルとなる。 
 
この枠組みにおいて、どのような教師付



き学習問題が全ての部分グラフ指示子
上で求解可能かを一般的な微分可能な
損失関数の最小化に 1-norm と 2-norm
に関する正則化をつけた形で定式化・分
析し、実際に収束が安定的で反復数の少
ない学習アルゴリズムを示し論文とし
て発表した(IEEE TPAMI, 2017)。この
例としてL1罰則付きのロジスティック
回帰モデルを全ての部分グラフ指示子
を変数として学習するケースの実際的
分析もあわせて行った。 
 

(2) データの「不均質さ」と部分グラフ指示
子の特徴空間の特性と非線形性 
 
(1)では従来手法も含めて、部分グラフ
の有無を表す 0/1 変数に対して線形モ
デルの学習を対象としていた。しかし、
実際の定量的構造活性相関での分子グ
ラフデータでは、データや対象の生物活
性に起因する「不均質性」から、このよ
うな線形モデルによる表現では限界が
あるという知見が得られた。実際に、ブ
ースティングにより全部分グラフ指示
子で線形学習した場合の精度は ECFP
法などのデータ駆動型の特定の部分グ
ラフ指示子の有無特徴に対して、ランダ
ムフォレスト法や勾配ブースティング
法を適用した場合より劣ることもいく
つかの実データを通した比較検証から
判明した。これにはまず、有無が 0/1 と
いう二値パターンである (Boolean 
Cube の端点のみに値を取りうる)こと
があげられる。任意の 0/1 変数上の実関
数は一意な多項式展開を持つことより、
線形モデルで表現可能な仮説クラスは
かなり限定的であることも分かる。従っ
て、二次以上の高次の相互作用を含む予
測モデリングについて、主に部分グラフ
間の共起を列挙する手法および多項式
回帰モデルを構築することで分析・検討
を行った。引き続き、以降の結果と併せ
て精密に検討中である。 
 
また、部分グラフの有無という変量は部
分グラフ同型性に由来する非常に特殊
で強い相関を持つ。特徴空間の非線形性
はこの相関構造にも起因すると考えら
れ、特徴の選択・分解・クラスタリング
は重要であると考えられる。選択の観点
からは(1)および(3)の観点から分析した
が、Supervised LDA 等のクラスタリン
グを伴う学習モデルとしても引き続き
検討中である。 
 

(3) 全部分グラフ指示子に基づく決定木・回
帰木の学習とその勾配ブースティング 
 
(2)で得られた特徴空間自体に関する構
造的な知見の一方で「不均質性」そのも

のはそもそも異なる構造活性相関を持
つ対象が同一データとして観測される
ことにも起因すると考えられる。この場
合、多種類の傾向の異なる法則を同定す
る必要があり、混合モデルや領域ごとに
異なる法則が学習される再帰的領域分
割に基づく手法が有効と考えられる。そ
こで、全部分グラフ指示子上で決定木・
回帰木を学習する厳密アルゴリズムを
構築し、実際のデータでその精度評価を
行った。また、決定木・回帰木は高次の
交互作用や領域ごとのルール生成には
有効であるがモデル構造が単純なため
アンダーフィットしやすことから、この
決定木・回帰木を弱学習器としてブース
ティングによるアンサンブル学習も併
せて構築した。実際にデータセットにも
よるが線形手法より精度向上が見られ
ており、引き続き正則化などの細部の検
討を行っている。 
 

(4) 部分グラフ指示子のワイルドカードマ
ッチングによる表現緩和 
 
特徴量間の強い相関構造や冗長性およ
び特徴空間の非線形性を緩和吸収する
別の試みとして、部分グラフパターンの
表現・データグラフとのマッチングの際
に、ワイルドカードラベルを許容する拡
張について学習アルゴリズムの構築と
実際の機械学習における効果の評価を
行った。 
 
部分グラフ特徴の有無の特徴ベクトル
表現の問題として、部分グラフ特徴間の
相対的位置関係が失われることが挙げ
られるが、ワイルドカードラベルを導入
することで複数の部分グラフ特徴が間
に任意のラベルの構造を通して同時に
起こる状況等をモデル化できると考え
る。実際にワイルドカード緩和をともな
わない場合と比べて線形モデルでは予
測精度の向上が見られた。ただし、非線
形モデルで学習する場合にはワイルド
カードの効果は吸収できる場合が多い
ことも示唆されており、部分グラフ特徴
の厳密な部分グラフ同型を緩和する、と
いう方向性については、引き続き、効率
的な方法も検討中である。 
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