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研究成果の概要（和文）：本研究では，高性能計算(HPC)プログラミングの支援に機械学習を効果的に利用でき
る事例を示した．すでに機械学習の利用が成功している問題に変換することにより，コード最適化における種々
の問題も機械学習で解決できる可能性がある．また，HPCプログラミング分野で膨大な数の訓練データを用意で
きる問題は稀であり，効率的な収集のためには対象問題を十分に分析する重要性が示された．さらに，HPCプロ
グラミングと同様に，機械学習の利用においても熟練者の経験と勘に頼らなければならないが，すでに数値化さ
れているハイパーパラメータの調整であるため，計算コストの問題に置き換えて考えることが可能であることも
明らかになった．

研究成果の概要（英文）：This work has demonstrated some case studies of effectively using machine 
learning techniques for supporting High-Performance Computing (HPC) programming. Various problems in
 code optimization can be solved by converting the problems to the problems that have already been 
proven to be solved by machine learning. Moreover, this work clarified the importance of analyzing 
the target problems in advance of machine learning, because it is unlikely that a sufficient number 
of training data are available in code optimization problems. Moreover, as well as HPC programming, 
machine learning also needs knowledge and experiences of human experts. However, in machine 
learning, the problem is already parameterized, and hence can be solved if sufficiently-high 
performance is available.

研究分野： 高性能計算
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  １版

令和

研究成果の学術的意義や社会的意義
従前，熟練のプログラマによる知識と経験に基づいて，高性能計算アプリケーションコードが対象計算システム
向けに最適化されてきた．しかし，ポストムーア時代の大規模かつ複雑な計算システム向けにコードを最適化す
る労力は，今後ますます増大することが予想され，そのための人材を確保し続けることは困難である．この問題
に対して，本研究では近年注目されている機械学習技術を有効活用することで，熟練のプログラマに求められる
性能最適化の労力を大幅に軽減できる可能性を明確に示すことができた．多様な科学技術分野で必要不可欠なツ
ールとなっている高性能計算アプリケーションの開発の効率化は，学術的にも社会的にも意義深い成果である．



様 式 Ｃ－１９、Ｆ－１９－１、Ｚ－１９、ＣＫ－１９（共通） 
１．研究開始当初の背景 
近年，計算システムの大規模化と複雑化が進んでいる．そのようなシステムの正確な性能モ

デルを構築することは難しく，プログラムのどこの部分にどのような最適化を行えば性能が向
上するのかをコンパイル時に静的に予測するのは困難である．このことから，コンパイラ最適
化による性能向上には原理的な限界があり，現状では，コンパイラが効率のよいコードを生成
するようにプログラマ自らが配慮してプログラムを記述・修正することでハードウェアの性能
に見合った実行性能を実現している．このように，性能が向上するようにプログラムを修正す
る作業を性能最適化と呼ぶ．性能最適化のためには，対象システムのハードウェア構成のみな
らず，コンパイラの特徴や利用可能なライブラリといったシステムソフトウェアに関しても深
い理解が必要である．このため，現在，性能最適化作業は職人技とも思える熟練のプログラマ
たちの経験と勘に基づいて行われている．その方法論の体系化も試みられているが未だ確立さ
れておらず，個々の事例において性能向上に有効な最適化技法を試行錯誤によって探るという
非生産的な作業となっている．また，特定のシステムを想定してプログラムを改変することに
なるため，そのプログラムも特定のシステムに特化したものになりがちである．したがって，
対象システムが変わるたびに非生産的な作業を再び行う必要がある．これらの背景に加えて，
近い将来に高性能計算のシステム構成は大きく変わらざるを得ないと予想されていることから，
性能最適化作業の生産性を高める技術の確立が強く求められている． 

 
２．研究の目的 
本研究の目的は，現在多大な労力と時間をかけて手動で行われている職人的プログラミング

を，機械学習を用いてモデル化することで，「正しく動くプログラム」を「正しく速く動くプロ
グラム」へと変換する性能最適化作業を知能化し，高性能計算向けソフトウェア開発の生産性
を飛躍的に高めることである．熟練のプログラマがソースコードを読むだけで性能最適化の大
まかな方針を決め，施すべき高速化技法の候補を絞っていることを考えれば，コード中の何ら
かの情報と高速化技法との間には規則性があることは明らかである．その規則性を機械学習を
使ってモデル化することで，性能への影響が大きい要因を検出・判断し，可変のパラメータと
して調整可能とする作業および実際に調整する作業の自動化・知能化を目指す． 

 
３．研究の方法 
本研究では，適切なデータ表現とモデルの検討により，機械学習技術の性能最適化への効果

的な応用方法を探る．いわゆる教師付き学習で機械学習を行う場合には，入力に対する正しい
出力を定義する必要がある．ソフトウェアの性能最適化の世界で使われてきた職人技を機械学
習モデルに学ばせる場合には，職人技を体系的に整理する必要がある．本研究計画では，1 年
目に機械学習すべき職人技を整理し，学習データを作成するとともに適切な機械学習のモデル
を検討する．また，2 年目には自動チューニング(Automatic Performance Tuning, AT)技術等
との比較を行いながら，従来では実現できなかった性能最適化を機械学習では実現できること
を示すとともに，さらに多くの最適化手法の学習を行う．3 年目には成果を統合し，機械学習
技術による実アプリケーションの性能最適化を行い，その有効性を実証する． 
 

４．研究成果 
従前，熟練のプログラマによる知識と経験に基づいて，高性能計算(High-Performance 

Computing, HPC)アプリケーションコードが対象計算システム向けに最適化されてきた．しかし，
ポストムーア時代の大規模かつ複雑な計算システム向けにアプリケーションコードを最適化す
る労力は，今後ますます増大することが予想され，そのための人材を確保し続けることは困難
である．この問題に対して，我々は近年注目されている機械学習技術を有効活用することで，
熟練のプログラマに求められる性能最適化の労力の軽減を目指してきた． 
近年盛んに研究されている機械学習技術の中でも，Convolutional Neural Network (CNN)と

呼ばれる機械学習モデルが特に画像認識分野で多くの成功を収めている．CNN の特長として，
大量の画像データをそのまま深層学習モデルに提示することで，画像分類のために有用な特徴
量を画像データから学習によって習得し，様々な画像分類問題において高い精度を達成できる
ことが挙げられる．画像分類そのものの規則性だけではなく，その分類に必要な特徴量まで画
像データから習得する能力は特徴学習(feature learning)あるいは表現学習(representation 
learning)と呼ばれ，CNN による画像認識の実用性を飛躍的に高める大きな要因となってきた．
この特徴学習能力に着目し，本研究では SpMV 実装選択問題に CNN を適用することで高い精度で
最適な SpMV 実装を選択できることを明らかにした．具体的には，SpMV 実装問題を画像分類問
題へと変換することにより，CNN の特徴学習能力を利用可能であることが示されている．性能
評価の結果，常に理想的な SpMV 実装選択を行った場合の 93%以上の性能を達成することが可能
であり，機械学習技術が HPC プログラミングの労力軽減のために成功裏に利用できることを明
確に示すことができた． 
また，数値計算ライブラリにおける反復解法アルゴリズムにおいては，疎行列構造に応じた

前処理方式の選択が性能に決定的な影響を及ぼす．しかし，その選択は高度な専門性が必要で
ある．本研究では，上述の SpMV 実装選択のアプローチを反復解法アルゴリズムの前処理選択方
式向けに改良し，多種の疎行列事例に対して性能評価を行った．その結果，実用に耐えうる精



度で最適な前処理方式が選択できることを明らかにした．その成果は当該分野の国際ワークシ
ョップにて最優秀論文賞を受賞するなど，有用性が高く評価された． 
コンパイラは，内部的に様々なコード最適化を行っている．多くの場合，コンパイラの最適

化レベルを指示するコンパイラオプションフラグを指定することで，コードに対して適切な最
適化技法を自動的に適用する．しかし，より詳細な最適化技法を指示することで，さらに高い
性能を実現できることもある．ただし，適切なコンパイラオプションを選択することは，適切
なコンパイラ最適化処理を指示することと同じであり，熟練のプログラマであっても試行錯誤
なしに最適なコンパイラオプションを言い当てることは難しい．コンパイラオプション選択問
題の関連研究として，プログラムの性能プロファイル情報から適切なコンパイラオプションを
機械学習モデルにより予測する研究が挙げられる．しかし，実用上の問題として，多様な性能
プロファイル情報を得るためには膨大な数のソースコードを収集する必要がある．そこで，本
研究では，性能プロファイル情報に加えて，ソースコード自体のコード構造に関する情報も利
用することで，少ない訓練データでも機械学習モデルによる予測精度を高める研究を行った． 
コードの構造情報を機械学習モデルの入力データとして利用するためには，コード構造情報

を何らかの方法で特徴量ベクトルに変換する必要がある．そこで本研究では Tree-Based 
Convolutional Neural Network (TBCNN)と呼ばれる CNN の一種を利用し，コードの抽象構文木
(Abstract Syntax Tree)から特徴量ベクトルへの変換を学習により獲得することを検討した．
評価結果から，TBCNN により出力される特徴量ベクトルを用いてコンパイラオプション選択を
行うことで，性能プロファイルを使う場合とほぼ同等の予測精度を達成できることが示されて
おり，TBCNN の特徴学習能力によってコード構造情報の特徴量を学習できることが明らかにな
った．しかし，類似する構造をもつ訓練データ数が少ないコードに関しては，コード構造情報
を利用することで予測精度がかえって低下する場合があることも明らかになった． 
以上のように，機械学習を用いることで熟練のプログラマの経験と勘に頼っていた部分を自

動化できる可能性がある一方で，機械学習モデルの設計に熟練者の経験と勘が必要となる懸念
も明らかになった．例えば，CNN は層状のネットワーク構造となっており．層の数や各層のユ
ニット数など，様々なパラメータを事前に決める必要がある．そのように学習以前に定義しな
ければならないパラメータはハイパーパラメータと呼ばれ，その適切な決定方法は未確立であ
ることから，多くの場合には熟練者が試行錯誤で決定している．すなわち，HPC プログラミン
グと同様に，機械学習の利用においても熟練者の経験と勘に頼らなければならない．しかし，
すでに数値化されているハイパーパラメータの調整であるため，人的労力ではなく計算コスト
の問題に置き換えて考えることが可能である．そこで本研究では，ベイズ推定に基づいてハイ
パーパラメータの調整を実行時間の観点から効率化する研究も行った．ハイパーパラメータ調
整の 1回の試行に要する時間は，そのハイパーパラメータの値によって大きく変化する．この
ため従前のように試行回数を最小化するではなく，実行時間を最小化することを考慮してハイ
パーパラメータを調整することにより，より短い時間で適切なハイパーパラメータの値を決定
できることが示された．その成果をまとめた論文は機械学習の自動化をテーマとする国際ワー
クショップで最優秀論文賞を受賞し，同分野の専門家に学術的に高く評価された． 
プログラムの高度化や並列化作業では，そのプログラム構造や高い計算コスト部分を知るこ

とが必要である．本研究では，プログラム編集機能を持つ解析支援ツール STView を統合プログ
ラム開発環境 Eclipse 上に開発，公開した．STView は，Fortran プログラムから条件分岐，繰
り返し，手続き呼出し等の主要な構成要素を取得し，Eclipse の一つのウィンドウとしてそれ
らの構造をツリー形式で表示するものである．また，文字列の検索機能，構造ツリーとソース
プログラム行との対応付けなど豊富な機能が実装されている．複数の Fortran プログラムに対
する適用実験により，その有用性も確認した．STView を地盤-建築物の地震動解析コードや乱
流シミュレーションコードに適用し，コード全体のツリー構造が容易に把握できること，およ
び初めてコードを扱う者にとって有益な情報が与えられることが明らかになった．この結果を
用いて，コードの並列化の指針が立てやすくなった．また，性能評価すべきコード部分，特に
ファイル入出力部分の抽出が容易に行え，計算システムの性能評価に用いることができた． 
他者が開発したアプリケーションを読み解き，性能を評価し，問題点を発見し，問題点を解

決することは難しい技術である．本研究では，このような性能最適化技術を体系的にまとめる
ことにも取り組んだ．アプリケーションの性能最適化技術を高並列性能最適化技術と CPU 性能
最適化技術の 2つに分け，前者については，高並列化に関する問題点を 6パターンに，後者に
ついては，アプリケーションを 6パターンに分類した．メモリや L2キャッシュのビジー時間に
注目し，アプリケーションタイプごとのビジー時間の傾向を整理した．これまでの体系化の結
果を英語の本としてまとめ，現在出版作業中であり 2019 年に出版されることが決まっている． 
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