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研究成果の概要（和文）：人工知能をより賢くするために、世の中に存在する大量の言語データから因果関係な
どの世界知識を自動獲得するための基盤技術を開発した。また、これらの世界知識を用いて、観測された事象か
ら未知の仮説を予測するための「仮説推論」の技術を開発した。特に本研究では、「宇宙開発に投資すべきか」
などのトピックについて書かれた論述文を解析対象とし、主張文-根拠文の関係の自動解析器の開発や、「分散
表現」と呼ばれる単語のベクトル表現を用いて知識を柔軟に使いこなすための仮説推論の技術開発を行った。

研究成果の概要（英文）：We have studied core technologies for automatically acquiring world 
knowledge which makes artificial intelligence smarter, such as causality, from large-scale textual 
data. We also studied an abductive reasoner which predicts a new hypothesis based on observed facts 
and world knowledge. Focusing on argumentative texts under such topics as "Should we invest in space
 exploration?", we developed a computational model to identify the relationship between a claim and 
premise. We also developed a framework that can perform flexible reasoning by leveraging distributed
 representations.

研究分野： 自然言語処理

キーワード： 世界知識　自然言語処理　推論
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様	 式	 Ｃ－１９、Ｆ－１９－１、Ｚ－１９、ＣＫ－１９（共通）	

１．研究開始当初の背景 
	 我々人間が日常的に行っているような常
識的推論の計算機による実現は、自然言語処
理の高精度化における重要課題の一つであ
る。近年、こうした課題への取り組みとして、
世の中に超大規模に存在するウェブログ、ニ
ュース記事などの文書データから、常識的推
論に必要な世界知識を確率統計的に自動獲
得する試みが盛んになされている。しかし、
これらのうちで実用的な水準に達し知識ベ
ースとして公開・整備が行われているのは、
Freebase, DBpedia を始めとした、実在し一
意に特定できる具体物（人物、建物など）に
関する関係知識であり（例えば、<Barack 
Obama, is-president-of, US>）、抽象的な関
係知識（「アルコールは肝臓ガンを引き起こ
す」など）の自動獲得の試みには、知識集約
に関して解決すべき大きな課題が残ってい
る。 
	 一般に、知識自動獲得における大きな課題
として、個々の文から抽出した断片的な知識
の同一性をどのように自動判定し集約・整理
するか、という問題がある。具体物に関する
知識自動獲得の研究では、個々の文から知識
を抽出する際、名詞が指し示す具体物を出現
文脈から一意に同定し（Entity Linking）、各
知識を実世界の実体に結びつけることで知
識の集約を可能にしている。しかし、抽象的
な世界知識が指し示すものは、文字通り実体
のない抽象的なもの（非可算無限集合的なも
の）であり、さらに、個々の文から抽出され
る断片的な知識が相互に談話的な繋がりを
もち（例えば、照応関係や条件・対比・例示
など）、一つの構造的な知識を構成する場合
が多い。 
	 例えば、図 1の文章では、“homework has 
little educational worth”という抽象的な主
張がなされ、それに対する根拠として、
“homework adds nothing to standardized 
test scores”であることが、“elementary 
pupils”という適用範囲と、“Studies”とい
う情報源を伴って提示されている。この文章
から抽出されるそれぞれの知識は互いに関
連しあって一つの知識を形成しており、別の
文章から抽出された知識とのマージをどの
ように行うべきか、全く自明な問題ではない。
例えば、別の文章から抽出した“homework 
has little educational worth”という知識は、
“high school student”という適用範囲を伴
った研究結果により支持されたものかもし
れない（その場合、まとめあげるべきでない）。
このように、抽象的な世界知識に関する知識
獲得では、これまでに取り組まれていない知
識集約に関する課題が依然として残ってお
り、新しい打開策が必要である。 
 
２．研究の目的 
研究の焦点を明確化するために、知識獲得の
対象を論述文に絞り、二つの課題に取り組む。
第一に、抽象的な世界知識の集約の第一歩と

して、従来の関係抽出技術によって論述文か
ら得られる、断片的な抽象的世界知識の間の
関連付けを行い、構造的な世界知識を自動獲
得する手法を実現する。第二に、構造的知識
を文書横断的に集約し、常識的推論に利用で
きるようにするための基礎的な演算機構を
構築し、ディベート構造の自動理解タスクの
上で評価を実施する。また、研究成果をオー
プンソース・ソフトウェアで公開すると同時
に、ウェブ上に存在する論述文から得られる
実用規模の知識データベースの構築・公開を
行う。 
	 本研究では、文から抽出した断片的な抽象
的世界知識を集約・利用するための基盤技術
の確立を目的とする。課題の発散を防ぐため、
ディベートの自動生成を応用先として想定
し、論述文からの知識自動獲得に関して研究
する。より具体的には、次の二つの課題に取
り組む: (1) 課題 1: 論述文からの構造的知識
の抽出技術の開発、(2) 課題 2: 構造的知識に
対する基礎的演算の実現。 
課題 1では、従来の関係抽出技術によって
論述文から得られる、断片的な抽象的世界知
識の間の関連付けを行い、図 1で示すような
構造的な世界知識を大規模に自動獲得する
手法を実現する。これ以降、構造化前の知識
を一次知識と呼び、構造的知識と区別する。 
課題 2では、課題 1により得られる構造的
知識を文書横断的に集約し、常識的推論に利
用できるようにするための基礎的な枠組み
を構築する。より具体的には、構造的知識の
間に、同義関係・対比関係等の対応付けや、
マージといった基礎的な演算を定義し、これ
を頑健に実現するための計算モデルを構築
する。そのために、各文書で文脈付けられた
概念間の同義関係認識、他の事象により条件
付けられた事象間の同義性の認識等を行う
ための方法を明らかにしていく。また、構築
した演算モデルの良さを評価するために、応
募者がこれまでに従事してきたディベート
の自動理解に関するベンチマークを構築し、
大規模な評価実験を行うことで、経験的に、
かつ人手による分析を通して、残る課題を整
理する。 
 

Homework has little educational worth. 
Studies show that homework adds nothing to 
standardized test scores for elementary pupils. �

	
���:�

homework has little educational worth�

homework adds nothing to standardized test scores�

Studies� elementary pupils�

�
�


��� �����

�����$��#��:�

(homework, has, little educational worth)�
(homework, add to standardized test scores, nothing)�

	� �������!"���$#��:�

図 1. 文章から得られる構造的な知識 



３．研究の方法 
	 ウェブ上の論述文から大規模に一次知識
を抽出し、これを土台にして一次知識の自動
構造化モデル、構造的知識間の対応付けモデ
ル、文書横断的な構造的知識の集約モデルの
実現へとステップアップしていく。既存の資
源として、応募者のこれまでの研究成果や、
応募者が参画している学術文献解析プロジ
ェクトより提供される既存の技術や言語資
源・計算機資源を積極的に利用し、発展的な
課題に素早く取り組めるように留意する。そ
れぞれの技術を一つのコーパスの上で串刺
し的に評価するために、オンラインディベー
トウェブサイトから収集した論述文に対し
て、構造的知識、対立する論述文との構造的
知識レベルの対応関係を層状に付与した評
価用データセットを新たに構築する。また、
各取り組みの節目で、知識の自動獲得技術を
ソースコード付きで論文発表し、構築された
知識データベースを整備・公開し、広く研究
者に利用可能にするとともに、外部からのフ
ィードバックを取り入れていく。	
	
４．研究成果	
	 ３．で述べた2つの課題それぞれに対して、
次のような成果が得られた。	
	
(1)	課題 1:	論述文からの構造的知識の抽出
技術の開発	
	
①一次知識の構造化の前段階として、大規模
コーパスからの一次知識の抽出、一次知識の
表現方法についての基礎的検討を行った。具
体的には、約 2万件の自然言語処理の論文デ
ータを集めた	 ACL	 Anthology	 Reference	
Corpus	より、数百万のオーダで関係知識	
(一次知識)	の抽出を行い、その中に	(TFIDF,	
is	used	for,	feature	weighting)	のような
有用な関係が多く含まれることがわかった。	
	
②知識の表現に関する基礎検討として、大規
模	Web	コーパス	ClueWeb2012より、20	億個
の因果関係知識を抽出し、知識表現として	
“figure	out”などの複単語表現を考慮する
ことの重要性を、因果関係認識タスク COPA
の上で経験的に確認した	(学会発表⑦)。図 2
は、複単語表現を考慮するか否かで COPA の
精度がどのように変わるかを示しており、複
単語表現による(CS	w/	MWP)	精度の向上が見
られる。	
	

③因果関係知識の表現方法として、ニューラ
ルネットワークに基づくエンコーダ・デコー
ダモデルにより得られる分散表現的なアプ
ローチについても基礎検討を行い、従来の記
号的アプローチに対する有用性を実験によ
り確認した	(学会発表⑥)。	
	
④一次知識の自動獲得のために、主張-根拠
の関係を持つ文の自動同定モデルの構築を
行った。このとき、解析対象の文の周辺から、
より大域的な論述構造を抽出・利用して解析	
を行うことにより、その解析精度を向上させ
られることを経験的に示した	(学会発表②)。
例えば、図 3に示すような大域的な論述パタ
ンを考慮することで、精度が向上していると
考えられる。	

	
⑤一次知識の獲得に必要な「主張-根拠」関
係の解析に向けて、論述文において、あるエ
ンティティに対する感情極性情報を根拠付
きで自動抽出する課題の基礎検討を行った。
例えば、「掃除機 A はハウスダストも吸って
くれます」という文は、掃除機 Aに対するポ
ジティブな評価をしていることを解析する
ものである。アノテーションスキームの設計、
および試験的なコーパスアノテーションを
行い、その実現性を検討した	(学会発表③)。	
	
(2)	課題 2:	構造的知識に対する基礎的演算
の実現	
	
①構造的知識間の関係認識の枠組みとして、
論理推論に基づく枠組みについて検討し、論
理に基づく仮説推論の一種である	Etcetera	
Abduction の推論効率を改善することに成功
した	(学会発表⑤)。図 4 は、先行研究と開
発した推論エンジンの比較を行った結果で

Causal	Strength	(CS) [Luo +,	2016] is	measure	for	
causal	relation	between	two	words.
1. Extract	sentences	including		Causal	cue	

from	large	corpus
2. Count	frequency	of	word	pair	(i, j) that	

consists	of	causal	word	i and	effect	word	j
in	the	sentences

3. Computing	CS(i, j) using	frequency	of	
word	pair	(i, j)

(A: Cause part, B: Effect part)
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Handling	Multiword	Expressions	in	Causality	Estimation
Shota	Sasaki,			Sho	Takase,			Naoya	Inoue,			Naoaki	Okazaki,			Kentaro	Inui	(Tohoku	University)

Overview

Task

Causal Strength and Handling Multiword Expressions

Experiment

Conclusion and Future Work

How	to	solve	COPA
1. Extract	content	words	from	premise	and	alternatives
2. Calculate	scores	for	each	alternatives	using	following	equation

3. Select	high	score	alternative

• Demonstrated	effectiveness	of	considering	multiword	expression,	reporting	new	state-of-the-art	performance	on	COPA
• Future	work:		Using	combination	of	predicate	and	object	as	unit	of	causal	event

Task
u Causality	estimation	
between	two	sentences

Results
uImproved	score	of	causality	estimation	
by	considering	multiword	expressions

Proposal
u Create	multiword	expression	list
and	capture	phrase-based	causality

n Choice	Of	Plausible	Alternatives	(COPA) [Roemmele +,	2011]											

is	open-domain	commonsense	causal	reasoning	test.	
n Given	premise	and	two	alternatives,	choose	the	most	
plausible	alternative	as	cause	(or	effect)	of	premise

Extending Causal Strength:
Ø Create multiword expression list
from Wiktionary

Ø Consider	multiword	expression	
as	single	word

Analysis

Problem	of	CS:	To	decompose	
multiword	expression into	single	words

# of Test set: 500, # of Dev set: 500

Positive example

Incorrect recognition

Limit of event unit

Premise: The grape juice fermented.
What happened as a result?
Alternative 1: The juice turned to wine.
Alternative 2: The juice evaporated.

Premise: The father shut off the children’s television.
What was the cause of this?
Alternative 1: It was bedtime for the children.
Alternative 2: The children were watching cartoons.

Ø Shut	off is	multiword	expression	representing	event	of	
to	turn	off.

Ø Proposed	model	successfully	estimates	causality	
between	“bedtime”	and		“to	shut	off	(electricity)”

A lead to B If A, B B because A etc.

John	gave	up	using	the	product	because	John	was	tired	of	the	customer	service.	
It	was	humid	because	it	had	rained.						...	

f(tired, give) = 132,  f(tired, up) = 32,  f(tired, using) = 74 ...
count

Wiktionary

Corpus	
(ClueWeb12)

give	up							shut	off
get	out	of
...

cause
win
knock
tired
bedtime
...

effect
happy
open
give	up
shut	off
...

CS
5.4
3.2
13.2
13.7
...

Multiword	Expression	list CS	between	two	events

• Extraction	of	causal	event	pairs
• Computing	CS

Examples of Causal cues

Sentences	including		Causal	cue

Ø 18%	of	the	multiword	expressions	identified	by	
system	were	incorrectly	recognized.
e.g.	“I	jogged	on treadmill.”

Ø Need	to	expand	event	unit	to	another	word
e.g.	“The	stain	came	out of	the	shirt.”

“I	bleached	the	shirt.”

1: hyper-parameter,				3 = 0.66 (Wettler +,	1993)

Method Corpus Accuracy (%)
Random 50.0
PMI (Roemmele +, 2011) Project Gutenberg 58.8
PMI-EX (Gordon +, 2011) Personal stories 65.4
CS w/o MWP.;/.< (Luo +, 2016) Causal Net 70.2
CS w/o MWP.;<.= ClueWeb12 69.9
CS w/ MWP.;<.> ClueWeb12 71.2

Results of COPA evaluation

Score(?@, ?A)	= /
B CD |B CF |

∑ ∑ CS I", I$�
&J∈B(CF)

�
&M∈B(CD) 	

N(?):	Set	of	words	extracted	from	sentence	?

図 2.複単語表現を考慮した因果関係表現の評価結果	

Nodes Edges Axioms Branch Obs.
Min. 33 25 52 1.49 6
Max. 69 61 118 1.78 12
Avg. 54.4 45.9 89.0 1.6 9.0

Table 1: Statistics of SMALLBENCH.

Nodes Edges Axioms Branch Obs.
Min. 2,518 3,667 7,460 1.62 6
Max. 37,741 290,278 134,753 26.39 12
Avg. 20,232.9 156,024.3 74,123.8 4.9 8.9

Table 2: Statistics of LARGEBENCH.

System Processing time (sec.) Accuracy
Avg. Min. Max.

ETCABDUCTIONPY 1.71 0.01 28.74 -
PROPOSED 0.03 0.01 0.08 100%

Table 3: Processing time and inference accuracy on SMALL-
BENCH.

We generated two types of benchmark problems: (i)
SMALLBENCH: min n = 50,max n = 100,max e =
100 and (ii) LARGEBENCH: min n = 1000,max n =
40000,max e = 600000. The statistics of generated bench-
mark problems is shown in Table 1 and Table 2.

To determine the prior probability of etc literals, we used
a Gaussian distribution with mean µ and variance σ. To
make the assigned probabilities realistic, we used differ-
ent parameters according to the form of axiom. We set
µ = 0.1,σ = 0.05 for axioms that have only etc lit-
eral in their antecedent (i.e. n ← etcn,0), whereas we set
µ = 0.5,σ = 0.05 for the rest of axioms.

Results
We first compare the efficiency of both systems on SMALL-
BENCH. For the proposed system, we also calculate the ac-
curacy of solutions, where the outputs from ETCABDUC-
TIONPY are considered as a gold standard. The results
are shown in Table 3. Both systems could find optimality-
guaranteed solutions for all 50 problems on SMALLBENCH.
The results indicate that the proposed ILP-based system sig-
nificantly outperformed ETCABDUCTIONPY and obtained
the exactly same solutions as the reference implementation’s
solutions.

To see the scalability of the ILP-based approach, we ran
both systems on LARGEBENCH. For each problem, we plot-
ted the inference time of three different instantiations of each
system (FULL: the proposed system, -T: “without Tseytin
transformation”, -R: “without relevant reasoning”) and its
rank in Figure 1. As the graph shows, our best system
(FULL-R) can find optimal solutions for 64.0 % (32/50) of
problems in the given resource limit, whereas ETCABDUC-
TIONPY can for only 8.0 % (4/50) of problems. Moreover,
the processing time of the proposed system is significantly
smaller than that of ETCABDUCTIONPY. The results indi-
cate that our system is significantly more scalable than ET-
CABDUCTIONPY.

Figure 1: Rank-inference time distribution on
LARGEBENCH. R, T stands for Relevant Reasoning
and Tseytin Transformation, respectively.

We also conduct an ablation study to see the effect of
relevant reasoning and Tseytin transformation, which is
shown in Figure 1 (see FULL-T, FULL-R). We observe
that both techniques strongly contributes to the processing
time, but relevant reasoning hurts the performance to some
extent. We speculate that the cost of relevant reasoning
sometimes gets much higher for large-scale problems. For
LARGEBENCH, we didn’t calculate the accuracy because
ETCABDUCTIONPY did not output solutions for most of the
problems.

Our system can be decomposed into four modules: (i) rel:
relevant reasoning, (ii) com: Clark completion, (iii) I-gen:
ILP translation, and (iv) I-opt: the optimization of Equation
(17). Table 4 shows the average processing time of each
module and the average size of generated ILP problems. The
first row (FULL) indicates that our bottle neck is on relevant
reasoning and the generation of ILP problems.

Next, we compare the average processing time and size of
ILP problems of our systems (FULL versus FULL-R, FULL
versus FULL-T). For fair comparison, we show the results
on a set of benchmark problems that are solved by both sys-
tems in the given resource limit when two systems are com-
pared. For relevant reasoning (FULL versus FULL-R), we
observe that the improvement of inference time is from both
ILP generation (I-gen) and optimization (I-opt), which saves
the computational cost of relevant reasoning. We also found
that the size of generated ILP problem is significantly re-
duced. We conjecture that identifying relevant part helps to
reduce the complexity of ILP problem. For Tseytin trans-
formation (FULL versus FULL-T), we observe that the im-
provement is from both Clark completion (com) and ILP
generation (I-gen), but not from ILP optimization (I-opt),
although the size of ILP problem significantly decreased. It
is well known that the complexity of ILP problem is not only
rooted in its size: Tseytin transformation did not help reduce
the complexity of ILP problem in our benchmark problems.

図 4.推論効率の評価結果	

What the author wants 
to claim

Negative aspect or
possible objection

Refusing the 
opponent argument

support (with macro-structure) 

Stance: Against Stance: ForStance: For

I think… because… This premise is 
not reasonable…

attacksupport

We should… Of course… because…

attack support

You 
should… because… and…

support
support

1. Claim is supported many times

2. Pre-emptive strike to possible rebuttal

3. Attacking claim is not supported

4. Supporting claim is not attacked
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図 3.頻出する大域的な論述構造の例	



ある。先行研究	(EtcAbductionPy)	は、入力
の問題のサイズに対してすぐに推論時間が
爆発的に増えてしまうのに対して、提案手法	
(FULL-*)	はより頑健であることがわかる。	
	
②本研究の応用先の一つであるディベート
理解を見据え、ディベート理解のタスクを設
計した。Argumentation	Mining	コミュニテ
ィで構築された中規模エッセイコーパスに
対して実際にアノテーションを行い、アノテ
ーション結果の分析を行った	(学会発表⑧)。
こ の ア ノ テ ー シ ョ ン 結 果 は 、
https://github.com/preisert/deep-arg-st
ructure-corpus において一般公開している。
また、知識評価の環境構築として、構造化パ
ーセプトロンに基づくディベート理解モデ
ルを構築した（論文投稿中）。	
	
③知識演算の枠組みとして、分散表現に基づ
く推論器の検討を行った。モデルは図 5に示
すように、ニューラルネットに基づくエンコ
ーダ・デコーダモデルを用いたものである。
ウェブから獲得した大規模知識を用いて推
論器を主観的に評価し、ある程度の精度で柔
軟な推論ができることを示した	(学会発表
④)。	

	
④③で構築した後ろ向き推論器をディベー
ト理解タスクに応用するため、McCarthy	ら
の自然論理を用いた知識演算の機構に関す
る基礎的検討を行った	(学会発表①)。	
	
	 本プロジェクトでは、主に論述文を解析す
るための基礎技術、特に知識獲得・集約につ
いて、基礎的な検討を行った。今後は、残さ
れた課題である、より大規模な知識獲得、開
発した推論器に基づく知識の集約・実応用の
上での評価を行っていく予定である。また、
研究の過程で得られた各種技術についても、
一般公開のためのコード整備を行い、広く利
用可能にする予定である。 
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図 5.分散表現に基づく推論器	


