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研究成果の概要（和文）：自然言語処理における識別モデルの素性関数は人手による試行錯誤で設計されているが、数
十万から数百万に及ぶ素性関数を人手で発見・制御することは非常に困難な作業となっている。本研究は、素性関数を
自動的に選択・構築しつつ目的関数を最適化するオンライン・ グラフティングの効率化およびアンサンブル学習によ
る高精度化の研究を行う。本研究の提案手法はL1正則化ロジスティック回帰の近似手法となっているが、実験により、
従来法の精度を低下させることなく、学習の高速化を実現することを経験的に示した。また、確率的アルゴリズムを用
いたアンサンブル学習によりオンライン・グラフティングの精度が向上することも確認した。

研究成果の概要（英文）：In natural language processing, millions of feature functions are defined for the 
discriminative models used in many natural language tasks.  These feature functions are elaborated by huma
n experts, but it is obviously not easy even for the human experts to find and develop such millions of fe
ature functions by hands.  This research proposes efficient methods for online grafting and ensemble metho
ds for improving accuracy of online grafting.  Online grafting is a method for automatically selecting fea
tures and optimizing the parameters in L1-regularized logistic regression.  The experiments have shown tha
t our methods significantly improved efficiency of online grafting.  Though our methods are approximation 
techniques, deterioration of prediction performance was negligibly small.  The ensemble methods using prob
abilistic algorithms achieved to improve the accuracy of online grafting.
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１．研究開始当初の背景 
近年の自然言語処理における多くの解析シ
ステムは、条件付き確率場に代表される構造
予測のための確率的識別モデルや、SVM 等
のマージン最適化によるモデル化と学習に
より高精度化が実現されている。識別モデル
において、入力から素性ベクトルを構成する
ための関数は素性関数(もしくは単に素性)と
呼ばれ、現在これらの素性関数は人手による
試行錯誤で設計されているが、数百万次元に
及ぶ自然言語処理のための素性ベクトルを
人手で発見・制御することは非常に困難な作
業であり、高精度化に対する大きな課題とな
っている。特に、自然言語処理においては、
1単語や 1品詞に対する素性関数を合成した
n 単語/n 品詞の共起 (n-グラム)に対する素性
関数を設計することが多く、これらの組み合
わせの中から有効な組み合わせの n-グラム
を発見することは非常に難しい。 
 機械学習分野では、「素性選択」と呼ばれ
る技術分野の研究が存在し、非常に高い次元
の素性ベクトル(すなわち、非常に多くの素
性)を低い次元の素性ベクトル(重要な素性)
へ射影する、もしくは重要な次元(素性)のみ
を選択する技術、または、基本となる素性関
数から複雑な素性関数を合成する技術の研
究が行われている。代表的な技術としては、
主成分分析(PCA)や潜在意味インデキシング
(LSI)、χ二乗検定/相互情報量による選択が存
在するが、これらの手法はデータから得られ
る情報のみを元に目的関数とは無関係に重
要な素性を抽出する手法であり、目的関数を
最大化する素性を抽出する手法にはなって
いない。つまり、自然言語処理における各タ
スクにとって目的関数をより大きくする重
要な素性が存在するにも関わらず、そのよう
な素性が選択・構築されるとは限らない。目
的関数を最大化しつつ、素性を選択する手法
として、正則化項(パラメータのペナルティ
項)に L1 ノルム(=パラメータの絶対値の和)
を適用した L1 正則化もしくは lasso と呼ば
れる手法が存在する。しかし、L1 正則化は
最初に全ての素性集合を与え不要な素性を
除去する手法であるため、指数爆発的数の合
成素性集合から重要な素性を選択すること
は難しい。Perkins らにより 2003 年に提案
されたグラフティングと呼ばれる手法は、素
性選択と目的関数の最適化を同時に与える
手法であり、最初は空の素性集合から始め、
徐々に素性を増やすため、指数爆発的数の素
性集合に対しても適用可能となる。全てのパ
ラメータに対する勾配が計算できれば、最適
解が得られることが保証されており、タスク
の性質とアルゴリズムによっては全ての素
性の合成に対する最適解が得られる。しかし、
その一方で、グラフティングによる最適化は、
訓練データに対し過学習することが知られ
ており、非常に頻度の低い非常に複雑な合成
素性関数が選択され、結果として、グラフテ
ィングによる精度の高い識別器の実現は難

しい。 
 
２．研究の目的 
本研究は、素性関数を自動的に選択・構築し
つつ目的関数を最適化するオンライン・グラ
フティングの効率化およびパラメータ平均
化による高精度化の研究を行う。オンライン
学習は機械学習の分野で最先端のトピック
であり、SVM やロジスティック回帰等の全
データを記憶する必要がある学習に比べ、逐
次的にデータを解析することで学習が行わ
れるため、学習時間が短くメモリ効率にも優
れている。解析精度において難点があったが、
最新の研究により SVM よりも高い精度を達
成するオンライン学習を実現することがわ
かってきた。グラフティングのオンライン学
習(オンライン・グラフティング)は Perkins
らによってすでに提案されているが、素性選
択は高い計算コストを要する学習であるた
め、本研究ではオンライン・グラフティング
を改良することにより、高効率な学習の実現
を目指す。また、グラフティングにおける過
学習の問題に対しては、アンサンブル学習の
一種であるパラメータ平均化を用いて解決
する。 
 本研究では次の(1)～(3)の研究を行う。 
(1) オンライン・グラフティングの効率化 
(2) パラメータ平均化によるオンライン・グ
ラフティングの高精度化 
(3) 品詞解析における L1正則化CRFのパラ
メータ平均化 
 
３．研究の方法 
本研究では、２．であげた目的(1)～(3)の目的
に対し、以下の研究を行った。 
 
(1)オンライン・グラフティングの効率化 
オンライン・グラフティングは素性選択と
目的関数の最適化を同時に与える手法であ
るが学習に時間を要することが知られてい
る。本研究ではオンライン・グラフティング
の学習における素性選択に必要とされる再
学習の回数を抑えることにより、オンライ
ン・グラフティングの効率化を実現する手法
を提案し、実験を通してその性能を検証した。 
一般のオンライン学習はデータ列からデ
ータが順次与えられることを想定した学習
法であるが、オンライン・グラフティングは
素性関数列から素性関数が順次与えられる
ことを想定したオンラインアルゴリズムで
ある。ある素性 fが与えられたとき、オンラ
イン・グラフティングは素性 fのパラメータ
wに対する目的関数の勾配を計算し、その勾
配が一定以上であるときにその素性 fを選択
する。勾配を正確に計算するためには素性を
一つ新しく選択するたびに識別器のパラメ
ータを最適にする必要があるが、パラメータ
最適化は非常に大きな計算コストを要する
ため、素性を一つ選択するたびにパラメータ
最適化を行っていては学習全体で多大な時



間が必要となってしまう。 
 本研究ではオンライン・グラフティングの
学習効率化のために二つの手法を提案した。
オンライン・グラフティングの従来手法にお
いては素性選択のテストを高い精度で実現
するため、常に識別器のパラメータを最適に
していたが、本研究の一つ目の提案手法では、
一定回数の素性選択を行うごとにパラメー
タを最適化し、二つ目の提案手法では、倍数
回の素性選択を行うごとにパラメータを最
適化することを行った。これらの手法では常
に最適化を行っているわけではないためオ
ンライン・グラフティングの近似手法となっ
ている。そのため効率と予測性能の間にはト
レードオフが存在するが、実験によってその
トレードオフを検証する。 
 実験ではオンライン・グラフティングの確
率モデルとしてロジスティック回帰を用い
る。ロジスティック回帰は入力 x と出力
y∈{－1, ＋1}に対し、次式で与えられる確率
的識別モデルである。 
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ただし、wは重みベクトルと呼ばれるパラメ
ータであり、φは素性ベクトルを返す関数で
ある。今回の実験におけるオンライン・グラ
フティングおよび提案手法は L1 正則化ロジ
スティック回帰を最適解とする近似手法と
なるため、実験において L1 正則化ロジステ
ィック回帰とも比較を行う。L1 正則化ロジ
スティック回帰はラプラス分布を事前分布
とした MAP推定によりそのパラメータが求
まる。 
 
(2)パラメータ平均化によるオンライン・グラ
フティングの高精度化 
本研究ではオンライン・グラフティングの
過学習を抑制するために、バギングやオンラ
イン BPM などで用いられている確率的アル
ゴリズムを用いたアンサンブル学習の提案、
実装、および実験を行った。 
 オンライン・グラフティングのパラメータ
平均化は、オンライン・グラフティングによ
り学習された複数の識別器のパラメータを
平均化することにより実現し、次の二つの平
均化手法を試みた。 
 
① 元の訓練データからランダムにデータを
削減し、新たに複数の訓練データを作成する。
得られた複数の訓練データから複数の識別
器を学習し、それらのパラメータの平均を得
る。 
 
② 元の訓練データからランダムに素性を削
減し、新たに複数の訓練データを作成する。
得られた複数の訓練データから複数の識別
器を学習し、それらのパラメータの平均を得
る。 
 

①と②のそれぞれの方法で生成した訓練デ
ータを D(1), D(2), …, D(L)としたとき、最終的に
求めるパラメータ wは以下のようになる。 
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ただし、Cは目的関数、σ(l)はパラメータを精
度の高い順に並び替えるソート関数であり、
最終的に得られるパラメータは精度の高い k
個パラメータの平均となる。 
 
(3)品詞解析における L1 正則化 CRF のパラ
メータ平均化 
本研究では自然言語処理の代表的なタス
クである品詞解析においてよく用いられる
CRF(条件付き確率場)のパラメータ平均化を
行い、その性能評価を行った。 
 CRFは、系列のための確率的識別モデルで
あり、系列 xとそのラベル列 yに対し、次式
で定式化される。 
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ただし、wは重みベクトルと呼ばれるパラメ
ータ、φは素性ベクトルを返す関数、Zxは分
配関数と呼ばれる正規化のための項、c は y
における依存関係のあるノードである。 
 L1正則化CRFの目的関数はパラメータに
対し凸であるため、最適解を唯一持つが、実
際に学習を行う場合は収束条件により本当
の最適解よりも少しずれた解が求まる。本研
究ではパラメータ推定においてパラメータ
の初期値を乱数で与え、いくつかのパラメー
タを求め、それらの平均をとることで性能が
どのように変化するのか検証した。 
 
４．研究成果 
(1)オンライン・グラフティングの効率化の実
験結果 
 実験データには機械学習の研究で良く用
いられている LIBSVM Data の a9a, w8a, 
IJCNN1, news20.binaryを用いた。a9aはあ
る人が年に 50,000USD 稼げるかどうか判定
するタスクであり、w8a と news20.binary
は文書分類のタスクである。IJCNN1 は
IJCNNの競技会で用いられたデータである。
提案手法は Python を用いて実装し、パラメ
ータ最適化にはPython用のLIBLINEARパ
ッケージを用いた。計算環境には 1,900コア
からなる分散計算環境の InTriggerを用いた。 
 次の表 1、2、3、4 は実験結果を示してい
る。 
 
 
 
 
 
 
 



表 1: a9aに対する実験結果 
 精度 

(%) 

累積最適化パ

ラメータ数 

実学習時間 

(秒) 

提案手法(定数分割) 85.24 6,970 23.42 

提案手法(倍数分割) 85.25 6,772 10.45 

従来法 (オンライ

ン・グラフティング) 

85.19 505,822 5,952.71 

L1-LR 85.19 15,252 10.78 

 
表 2: w8aに対する実験結果 

 精度 

(%) 

累積最適化パ

ラメータ数 

学習時間 

(秒) 

提案手法(定数分割) 99.07 39,807 47.03 

提案手法(倍数分割) 99.04 38,209 17.26 

従来法 (オンライ

ン・グラフティング) 

99.05 8,833,804 56,029.97 

L1-LR 99.11 90,300 24.40 

 
表 3: IJCNN1に対する実験結果 

 精度 

(%) 

累積最適化パ

ラメータ数 

実学習時間 

(秒) 

提案手法(定数分割) 97.61 8,810 332.75 

提案手法(倍数分割) 97.64 742 20.44 

従来法 (オンライ

ン・グラフティング) 

97.61 68,438 2,633.61 

L1-LR 97.62 506 15.67 

 
表 4: news20.binaryに対する実験結果 

 精度 

(%) 

累積最適化パ

ラメータ数 

実学習時間 

(秒) 

提案手法(定数分割) 94.96 221,574 20.56 

提案手法(倍数分割) 94.90 37,176 11.77 

従来法 (オンライ

ン・グラフティング) 

95.00 16,302,937 15,994.70 

L1-LR 96.22 1,355,191 12.05 

 
従来法はオンライン・グラフティングを示し
ており、L1-LRは L1正則化ロジスティック
回帰を示している。提案手法は近似解を求め
る手法となっているため、効率と予測性能と
の間にはトレードオフがあったが、実験結果
より、予測性能を低下させることなく、大幅
に学習効率を改善できることを経験的に示
した。二つの提案手法のいずれも最適化回数
を削減したことで累積最適化パラメータ数
(実際に最適化されたパラメータの累積数)お
よび学習に要した実計算時間が大きく減少
し、学習効率を大幅に向上させた。予測性能
についてはどちらの提案手法もオンライ
ン・グラフティングおよび L1-正則化ロジス
ティック回帰とほぼ同程度であり、いくつか
のデータセットにおいては、オンライン・グ
ラフティングや L1-正則化ロジスティック回
帰の予測性能を上回った。 
この研究成果は、the 5th International 

Conference on Agents and Artificial 
Intelligence (ICAART 2013)および日本デー
タベース学会論文誌において発表した。 
 

(2) オンライン・グラフティングのパラメー
タ平均化による高精度化の実験結果 
 提案手法の性能評価のために LIBSVM 
Dataの IJCNN1に対し実験を行った。全デ
ータは 141,691 個のデータポイントから成
り、訓練データとして 70,847 個、開発用テ
ストデータとして 35,422 個、テストデータ
として 35,422 個に分割して使用した。今回
の実験では 40 個の識別器を作成した。デー
タの削減率を 50%、60%、70%、80%、90%
とし、平均数(k)を 5、10、15、20、30、40
として比較評価した。 
 
次の表 5はその実験結果を示している。 

 
表 5: パラメータ平均化の精度 

従来法 ①の手法 ②の手法 
93.09% 93.61% 93.78% 

 
従来のオンライン・グラフティングでは
93.09%の精度であったが、①の手法で
93.61%の精度まで向上し、②の手法では、
93.78%の精度まで向上した。 
 ①の手法で行った実験結果の詳細を図 1に、
②の手法で行った実験結果の詳細を図 2に示
す。 
 

 
図 1: ①の実験結果 

 

 
図 2: ②の実験結果 

 
平均数 1は平均化前のパラメータの中で最も
精度が高かった識別器の精度を示している．
図 1，図 2 それぞれにおいて，平均化前の最
高精度と平均化後の最高精度を比較して精
度の向上が確認できた。 
 
(3) 品詞解析における L1正則化CRFのパラ
メータ平均化の実験 
 L1正則化CRFによる英語品詞解析の実験



を行った。実験データには Penn Treebank 2
を用いた。Penn Treebank 2のWall Street 
Journal部分を用い、Section00から 02まで
を訓練データとして用い、Section19から 21
までを開発用テストデータ、Section22 から
24までをテストデータとして用いた。 
 次の表 6は品詞解析の実験結果を示してい
る。 
 

表 6: 品詞解析の精度評価 
 従来法 提案手法 
開発用テスト
データ 

96.0317% 96.0370% 

テストデータ 95.7950% 95.7950% 
 
実験結果から示されるように開発用テスト
データでは若干の精度向上がみられるもの
の、テストデータでは同じ精度となった。L1
正則化ロジスティック回帰においてパラメ
ータの初期値に乱数を与えることで性能に
違いがでることがわかったが、従来法とほぼ
同程度の精度となった。素性数を大きく増や
したときに平均化の効果が得られる可能性
があるため、将来の課題としたい。 
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