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研究成果の概要（和文）：超大規模データには高度な機械学習アルゴリズムをそのまま適用することができない
ため, 重要でないと予測されるデータをスクリーニングにより削除し, 残された一部のデータのみを解析すると
いう場合が多い.しかしながら, 従来のスクリーニング手法はヒューリスティクスであり, 重要な情報を誤って
削除してしまうリスクがあった. 本研究では最適保証のあるスクリーニングのための理論と応用に関する研究を
行い、おおきく３つの研究成果を得た．

研究成果の概要（英文）：It is often difficult to apply advanced machine learning methods to big 
data. In such a case, a common approach is to screen out some features and/or instances before the 
data is fed into machine learning algorithms. Existing screening methods are heuristics in the sense
 that there is no guarantee that the features and/or instances screened out by the methods are truly
 irrelevant. In this study, we investigated theory and application of new approach called 
optimality-guaranteed screening (it is also called safe screening in the literature). We obtained 
three significant results. The first result is the application of optimality-guaranteed screening to
 machine learning problems in dynamic environments. The second result is the extension of the scope 
of optimality-guaranteed screening to the field of pattern mining. The third result is the 
development of a new method for optimality-guaranteed screening that enables us to screen out 
features and instances simultaneously.

研究分野： 機械学習
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１．研究開始当初の背景 
(1) 大規模・高次元データから知識を獲得す
る試みは, ビッグデータの名のもと, 様々な
分野で注目されている.例えば, 医学生物学分
野では, 数百万を超える次元の網羅的遺伝情
報が日常的に蓄積され, データ解析技術が重
要な科学的発見を支える礎となっている. ま
た、個々の因子の相互作用効果を考える場合
には、超高次元なデータをあつかはなくては
ならない．データからの知識獲得は, 機械学
習の分野を中心として古くから研究されてき
たが,データの急激な大規模化・高次元化によ
って, 従来の枠組を超えるアプローチが必要
とされていた．ビッグデータ研究では, デー
タ全体をメモリにロードできない場合もあり, 
従来の機械学習アルゴリズムをそのまま適用
することができなかった． 
 
(2) このような状況では, なんらかの方法に
よってデータの一部を削除し, 残された一部
のデータのみを詳しく解析するといった方針
を採らざるを得ない. 簡単なルールに基づい
てデータの一部を削除することはスクリーニ
ングと呼ばれているが,従来のスクリーニン
グ手法はすべてヒューリスティクスに基づい
ていた. そのため, 重要なデータを誤って削
除してしまう可能性があり, 最終的なモデル
が最適である保証は得られなかった. 網羅的
遺伝情報解析では, スクリーニングにおいて
重要な遺伝子を取り除いてしまう可能性があ
り, 貴重な科学的発見を見逃してしまうリス
クが懸念されていた．また、客観的な指標の
ないスクリーニングを行うことにより、本来
は重要でなかった要素が重要であると誤検出
されてしまう問題も起こりうる． 
 
２．研究の目的 
(1) 2010 年に El Ghoui らによって最近提案
されたアプローチ（引用文献①）は, 最適保証
のあるスクリーニングが可能となることを示
唆する画期的なもので, 代表者を含む一部の
研究者が効率化や汎用化のための拡張を試み
ている状況であった. 最適性を保証しつつデ
ータのサイズを減らすことはビッグデータ研
究にとって本質的に重要であり, 本研究課題
では, 理論・応用の両面において関連研究を
発展させ, 同分野をリードすることを目指す
ことを目的とした．代表者は 2013 年より最
適保証スクリーニングの研究を初めており、
その最初の成果は 2013 年の International 
Conference on Machine Learning で発表さ
れている． 
 
(2) 最適性を保証しつつデータのサイズを減
らすことはビッグデータ研究にとって本質的
に重要である.最適保証スクリーニングは凸
最適化理論に基づいており, 様々な問題設定
において同様のアイデアが利用可能と考えら
れる.上述の El Ghoui らのアプローチは機械
学習分野で注目を集めており,研究期間の 3年

間で関連研究が大きく進展する可能性があっ
た．この状況を踏まえ, 本研究では, 同分野の
研究を理論・応用の両面でリードすることを
目的とした． 
 
３．研究の方法 
(1) 当時までの最適保証スクリーニング研究
は高次元データから特徴をスクリーニングす
る問題に限られていた. 本研究では, 問題対
象を拡げ,最適保証スクリーニング技術の新
たな応用、最適保証スクリーニング技術のパ
ターンマイニング問題への拡張特徴と事例の
同時最適保証スクリーニング技術の開発の課
題に取り組んだ． 
 
(2) これまでの最適保証スクリーニング研究
は理論に重点を置いており, 実社会の問題に
対する有効性が十分に検証されていない.医
学生物学分野は探索的アプローチが最も成功
している分野の 1つであり, データ分析技術
が科学的発見の礎となっている. 本研究では
医学生物学分野の網羅的遺伝情報解析を中心
的な応用範囲と定め、最適保証スクリーニン
グの実証研究を行った． 
 
４．研究成果 
(1) １つ目の成果は最適保証スクリーニング
を動的環境下での機械学習問題へ応用したこ
とである．この方法は高速感度分析（Quick 
Sensitivity Analysis）と呼ばれ、機械学習
に適用するデータベースに少量の更新があっ
た場合に、計算コストをかけて機械学習モデ
ルを再学習する必要はなく、簡単な計算で機
械学習モデルの変化しうる範囲を適切にしる
ことができるものである．この研究成果は機
械学習における重要な技術であるクロスバリ
デーションの高速化などにも応用することが
できる．本研究では、事例の追加や削除が行
われた場合、特徴の追加や削除が行われた場
合、データベースの要素に変更があった場合
それぞれに対応することができ、おおまかに
は、変更のあったサイズの線形時間で機械学
習モデルが変化しうる範囲を求めることがで
きる．本成果はデータマイニング分野の最難
関 国 際 会 議 で あ る 21st ACM SIGKDD 
International Conference on Knowledge 
Discovery and Data Mining (KDD2015）に採
録され、国内外から注目を集めている（主な
発表論文等①）． 
 
 
 
 
 
 
 
 
 
 
 



 
 
図 １ 高速感度分析のイメージ図．データ変
更が行われる前の最適モデルパラメータを利
用してデータ変更後の最適モデルパラメータ
の存在範囲を高速に計算することができる． 
 
(2) ２つ目の成果は最適保証スクリーニング
の適用範囲をパターンマイニングの分野へ拡
張したことである．パターンマイニング問題
とは、例えば、複数のアイテムから頻出する
アイテムの組み合わせを数え上げるような問
題（頻出アイテムセットマイニング）である．
本研究では、回帰モデルや分類モデルの係数
がパターンから成るような予測パターンマイ
ニングの問題を考え、その学習の高速化に最
適保証スクリーニングを利用するためのアプ
ローチを提案した．具体的には、パターン空
間上で定義される木構造において、最適性を
保証しつつ枝刈りをする方法を提案した．こ
の方法はセーフプルーニング（safe pruning）
と呼ばれ、アイテムセットの予測マイニング
だけでなく、グラフの予測マイニングや系列
の予測マイニングにも適用することができる．
本成果はデータマイニング分野の最難関国際
会議である 22nd ACM SIGKDD International 
Conference on Knowledge Discovery and 
Data Mining (KDD2016）に採録され、国内外
から注目を集めている（主な発表論文等②）． 
 
 
 
 
 

 
 
 
図 ２ 最適保証スクリーニングを利用したパ
ターンマイニングのイメージ図．木構造で表
現されたパターンのうち、最適な予測モデル
では利用されないことが保証されるパターン
を枝刈りできる． 
 
(3)３つ目の成果は特徴と事例を同時に最適
保証スクリーニングするための新たな方法を
開発したことである．これまで、機械学習分
野では、主にスパースモデルの特徴の最適保
証スクリーニングが研究されてきた．一方、
筆者は本研究が開始する直前の 2013 年に事
例の最適保証スクリーニングを初めて提案し
た（引用文献②）．その後、様々な機械学習モ
デルにおける特徴のスクリーニング、事例の
スクリーニングが個別に研究されてきたが、
本研究では、特徴のスクリーニングと事例の
スクリーニングを同時に行うための方法を初
めて開発した．同時のスクリーニングするこ
との利点は相乗効果があることであり、特徴
のスクリーニングを行うと事例のスクリーニ
ング率が向上し、事例のスクリーニングを行
うと特徴のスクリーニング率が向上すること
を解明した．このアプローチを実際の大規模
機械学習問題に適用したところ、大幅な計算
コストの削減がみられた．本研究の成果は機
械学習の最難関国際会議の１つである 33rd 
International Conference on Machine 
Learning(ICML2016）に採録され、内外から大
いに注目を集めている（主な発表論文等③）． 



 

 
 
図 ３事例スクリーニングのイメージ図．2 ク
ラス分類問題において一部の事例を取り除い
ても最適な分類境界に影響を与えないが、最
適保証スクリーニングではそのような事例を
事前に見つけることができる． 
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