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研究成果の概要（和文）：本研究では，既存研究で疎かにされてきた，犯罪発生時期を詳細に予測する手法の開
発に取り組んだ．具体的には，①先んじて把握可能な時間要因（特別日，曜日，天候，催事など）からの効果，
②犯罪企図者の活動が活発化することによる変動の2つを統合し，発生日の予測を試みた．大阪市（車上狙い・
部品狙い），ソウル市（屋外での暴力，性犯罪）で提案手法の予測性能を評価した結果，ランダムに要警戒日を
選ぶモデルや，既存の機械学習手法を用いたモデルを凌駕した．また，単純な暴力よりも性犯罪での予測性能が
高かったことから，提案手法は，明確な犯行意図をもって行われる犯罪においてより有効である可能性が示唆さ
れた．

研究成果の概要（英文）：In this study, I developed a method to accurately predict the timing of 
crimes, an aspect that has been neglected in existing research. Specifically, I aimed to predict the
 date of occurrence by integrating two factors: (1) the effects of time factors that can be 
identified in advance (special days, days of the week, weather, events, etc.), and (2) fluctuations 
due to the increased activity of motivated offenders. I evaluated the prediction performance of the 
proposed method in Osaka City (vehicle theft and parts theft) and Seoul City (outdoor violence and 
sex crimes). The results showed that the proposed method outperformed models that randomly select 
days and models using existing machine learning methods. Furthermore, the prediction performance was
 higher for sexual crimes than for simple violence, suggesting that the proposed method may be more 
effective for crimes committed with clear criminal intent.

研究分野：犯罪学、社会工学

キーワード： 安全・安心　犯罪予測　犯罪予防　時空間モデリング　地理的クラスタリング　異常検知　機械学習

  ２版

令和

研究成果の学術的意義や社会的意義
犯罪予測は，理論，データ，アプローチ含め，これまで地理的な側面（どこで起こるか）に力点がおかれ，時間
的な側面（いつ起こるか）に関しては相対的に関心が低く，予測性能は限定的であった．そのため，犯罪が起こ
る地域・場所はわかっても，時期がずれて防げないという事態が生じていた．本研究は，こうした問題を解決す
るために犯罪発生の時間的要素を詳細化し，曜日等の予め把握可能な要因と，犯罪時系列データさえあれば，あ
る程度の精度で予測が可能であることを示した点で意義がある．また，低頻度な犯罪は発生時期まで予測するの
が困難であるが，本研究では予め地域を地理的にグルーピングして予測するアプローチの有効性も示した．

※科研費による研究は、研究者の自覚と責任において実施するものです。そのため、研究の実施や研究成果の公表等に
ついては、国の要請等に基づくものではなく、その研究成果に関する見解や責任は、研究者個人に帰属します。
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１．研究開始当初の背景 
犯罪予測 (crime prediction) は，ひったくりや車上狙いのように，不特定多数の人・財物を対
象とした犯罪について，翌月～翌日など比較的近い将来の発生リスクを，数百メートル長のグ
リッドセルや町丁目等の単位で予測し，地図上に示す技術である．  
犯罪予測を初めて定義した Perry et al. (2013) は，これを「犯罪リスクの増大する場所・時を
予測するアプローチ」とした．しかしながら，従来の犯罪予測研究は「いつ・どこで」のうち，
「どこで」犯罪が起きるかに焦点を当てたものであり，「いつ」起きるかという視点は軽視さ
れてきた．その結果として，予測パトロールの現場では，予測された場所は合っていた（高リ
スク領域として予測された実績があった）が，予測された時期がずれていたために犯罪を防げ
なかった (Ratcliffe et al., 2019) という事態がしばしば起こっていた． 
これを回避するためには，空間ごとのリスクだけでなく，時間ごとのリスクを精緻に予測す
る必要がある．ただし，犯罪は低頻度事象であり，正例（たとえば犯罪が 1 件以上発生したユ
ニット）が著しく少ない不均衡データになりがちである．そのため，機械学習にたえるデータ
とするために，数年～十年単位でデータを統合するといったことが行われてきた．これにはそ
の期間，犯罪の発生傾向が変わらないという強い仮定をおく必要があった． 
 
２．研究の目的 
本研究では，次の 3つの課題を設定した． 
課題 1 基礎的検討①：季節・週内・日付・時間帯固有の犯罪発生リスクの推定 
犯罪発生に対する，季節による効果，週の中の曜日 (月，火…土，日) による効果，祝日や
大規模イベント等開催日の日付による効果といった時期に固有の犯罪誘引効果を検討する． 
課題 2 基礎的検討②：ひとたび被害が起きてから上昇する犯罪発生リスクの推定 
曜日等に固有の効果とは独立に，未検挙の犯罪企図者・集団が活動し続けることで上昇する
犯罪反復効果を検討するため，ひとたび犯罪被害が発生した直後の数日～数週間以内に急上昇
する被害水準に着目し，期待される持続期間がどの程度なのかを推定する． 
課題 3 基礎的検討の統合による予測手法の具体化：時期的犯罪予測の手法構築と精度検証 
課題 1，2 の成果から，日付や時間帯に固有の犯罪誘因効果と，被害発生後急上昇する犯罪反
復効果とを統合し，犯罪の発生する日・時間帯を町丁目ごとに予測する手法を構築，過去のデ
ータを用いながら実際の犯罪発生状況と照らし合わせ，予測精度を検証する． 
 課題 1～3 にあたって，不均衡データへの対処として，地域の諸属性に着目したグルーピング
を行い，犯罪予測の時間的詳細化を試みた．本研究は，地理的な側面に偏っていた犯罪予測研
究を時間的側面に拡張するものである．また，犯罪が相対的に低頻度な日本において時間的に
高精度な予測ができれば，海外においても凶悪犯罪などの低頻度罪種の予測に援用でき，犯罪
予測研究にも示唆を与えることが期待できる． 
 
３．研究の方法 
 ここからは，実際の予測手法を日本（大阪市）と韓国（ソウル市）の 2 つに適用した分析に
ついて記す． 
（１）大阪市での分析 
まず，大阪市での分析について述べる．大阪市の人口は 2018 年時点で 2,725,006 人，面積は

225.32km2であった．分析の基礎的単位は町丁目であり，1,904 あった．その面積の中央値は
0.091km2であった． 

 

 
Fig. 1 The structure of current analysis 
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本研究の分析は，Fig. 1 に示す手順で構成される．まず（Step I），社会経済的，物理構造的
変数から車上狙い・部品狙いに関連する要因を抽出するために回帰分析を行った．応答変数と
なる刑法犯認知件数は負の値を除いた整数から構成されるカウントデータであり，かつ歪度の
高い分布を示すことから，負の二項分布を仮定したモデリングを行った．ここでは全ての町丁
目を分析単位として回帰分析を実行，α=0.05水準で統計的に有意なパラメータを同定した． 
分析対象とした犯罪データは，2018，2019 年に発生した車上狙い，および部品狙いを統合し
た罪種（以下，車上狙い等）とした．分析対象となった認知件数は 2018年で 5,079件，2019年
で 3,688件であった．このうち，2018年のデータを Fig. 1における I～IIIにおける応答変数とし
て，2019年のデータを IVと Vで用いた． 
次に（Step II），クラスター分析により町丁目グループをグルーピングした．上述の回帰分
析により抽出した各種の犯罪と関連する変数をもとにクラスター分析を実行した．これにより，
町丁目グループは各種の犯罪に関連する社会経済的，または物理構造的特徴が似通った地理的
集合に分けられる．ただし，通常のクラスター分析を行った場合，町丁目グループ間の空間的
な隣接関係を無視して離れた町丁目グループを同じクラスターに分類することになり，都市を
モザイク状に分割してしまうことになる．そのため，ここでは隣接関係を考慮したクラスター
分析を行った．これには，Esri 社が提供する標準的な GIS ソフトウェア ArcGIS PRO（ver 2.9.1）
の“spatially constrained multivariate cluster analysis”を用いた．クラスターの最大サイズは 20㎞ 2と
した． 
その後（Step III），クラスター分析で見出された空間的なグループごとに，日～土の曜日，特
別日，天候といった時変のダミー変数で日毎の犯罪発生件数を回帰する分析を行った．これに
は，2019 年の各日の犯罪発生件数を予測する目的だけでなく，犯罪発生と関連する予め把握可
能な時変要因を同定する目的もある．分析では，町丁目数×365 日を分析単位として，応答変数
である犯罪の認知件数について，誤差項が負の二項分布にしたがうことを仮定した回帰分析を
行った．ただし，同一の町丁目内の一日ごとのデータは，必ずしも互いに独立とはいえない．
この場合，independent and identically distributed (i.i.d.) の仮定にしたがっておらず，パラメータの
有意性を検定する際に Type I errorを犯す可能性が高まる．こうした事態に対処するため，本分
析では個々の町丁目の切片に変量効果を仮定した generalized linear mixed model（GLMM）を適
用し，階層性を考慮した分析を行った．  

Step IVでは，カルマンフィルタを利用した異常検知を行った．本分析では，2019年の観測値
を用いて推定された状態（トレンド）に対し，Step III で得た時変変数による予測値から推定さ
れる状態を比較し，後者が前者の 2 倍以上の水準に達したタイミングを異常な時点とした．こ
うして検知されたタイミングは，曜日や天候といった予めわかっている要因から予測される水
準から逸脱したものであり，犯行企図者のような不確定要素がはたらくことによる状態の変化
を示すと考えることができる．カルマンフィルタのための参照期間は過去 2 週間として，2019
年の 1月 1日から 12月 31日までの 1日ずつ，異常の判定を行った． 
最後に（Step V），Step II で分けられた町丁目グループごとに，2019 年の犯罪発生日を予測
し，実際の発生状況との比較を行うことで，予測手法の性能評価を行った．予測にあたっては，
まず，Step IIIで得られた時変係数による予測値の高い順に，上位 10％（36日間）を警戒すべき
日としてフラグを立てた（予測 v1）．次に，Step IVで異常と判定された日にフラグ立てた（予
測 v2）．この v2では，フラグが立った日数は，異常が検知されたタイミングの多さにより変動
するため，クラスタごとに異なる．最後に，ランダムに 36 日を選んでフラグを立てる方法（v0）
で予測を行い，評価のベンチマークとした．評価指標は recall: TP/(TP+FN)，precision: 
TP/(TP+FP)，その調和平均である F1スコアとした． 
（２）ソウル市での分析 
ここからは，韓国（ソウル市）での分析について述べる．人口は 2023年時点で約 940万人，
面積は約 605km2である．分析単位は Dong（洞）と呼ばれる行政単位であり，これは国勢調査
の集計値が算出される基礎単位でもある．今回対象としたソウル市内の 425 洞であり，その面
積の中央値は 0.974km2であった． 
分析対象とした犯罪データは，2018 年，および 2019 年に発生した単純暴行（simple assault: 

2018年は 49,741件，2019年は 45,682件）と性加害（sexual offense: 2018年は 4,357件，2019年
は 4,317件）であった．単純暴行は，事情と関係なく暴力をふるって怪我などの被害がある場合，
このカテゴリに含まれる．ただし，強盗や殺人・殺人未遂などの凶悪犯罪や家庭内暴力，恐喝，
脅迫などは含まれない．性加害は，セクハラ，性暴力など性を媒介として相手の意思に反して
なされる全ての加害行為が該当し，公然わいせつなども含まれる．データは韓国の Police 
Science Institute より提供された犯罪認知件数データであった．なお，分析においては，犯罪予
測とパトロールによる抑止可能性に鑑み，路上で発生した事象に限定した．  
以降の分析の流れは，大阪市の分析と共通している．ただし，ソウル市の場合，Fig 1 におけ
る分析単位：Unit of Analysisの数は 425，クラスタの数は単純暴行で 42，性加害で 38となった



（Step II におけるクラスターの制限サイズは 50 ㎞ 2とした）．また，最終モデル（Step V）の
評価方法については，予測にあたっては，まず，Step Iの回帰分析において得られる，社会経済
的/物理構造的変数に基づいた犯罪発生件数予測値をもとに，その値の高い 127 洞（425の Dong
の上位約 30％にあたる）を抽出した．この 127 洞について，次の 2通り（予測 V1, V2）に分け
て犯罪発生が予測される日を選んだ．予測 V1 では，Step III で得られた時変変数に基づいた日
ごとの犯罪発生件数予測値をもとに，365日×42 洞（上位 10％）を選んだ．予測 V2では，Step 
IVで異常として検知された日を毎日 42 洞に達するまで選び，42に達しない日は，残りの Dong
を Step IIIの時変変数による予測値の高いものから選んだ．なお，ベンチマークとして，社会経
済的/物理構造的変数と時変変数を区別せず，425 洞×365 日の 2018 年データ全てを一気通貫に
ランダムフォレストで学習させ，2019 年の犯罪発生日を 42 洞×365 日で予測したもの，365 日
間毎日ランダムに 42 洞を選ぶランダムセレクションの 2つを用意し，比較対象とした． 
本研究における分析は，Step II以外は統計解析環境 R ver 4.0.2を使用し，Step Iの回帰分析は

MASS パッケージの glm.nb 関数，Step III の時変変数による回帰分析は lme4 パッケージの
glmer.nb 関数を，Step IVの異常検知には KFAS パッケージの SSModel，fitSSM，KFS 関数をそ
れぞれ用いた． 
 
４．研究成果 
大阪市，ソウル市の分析ともに，Step Iから IVまでの結果は紙幅の関係から割愛する．大阪
市の分析結果として，Table 1 に最終的な予測の評価結果を示している．時変変数による予測と，
異常検知による予測を組み合わせた v2でも， recallではせいぜい 0.5程度，F1スコアは 0.3未満
という結果となり，良好なパフォーマンスとはいい難いものであった．また，v2の F1が上位 3
位までのクラスター7，11，26 は，recall のわりに precision が高く，保守的な予測（たとえばク
ラスター7なら，予測フラグが立った日に警戒をすれば 9割方，車上狙い等が発生するが，それ
以外の日で 8割以上の犯罪を見逃すことになる）となっていることがうかがえる．  
予測のバージョンで，v1 と v2 の違いを見ると，ほとんどの場合で F1 は後者の方が高く，

recallや precisionも同様である．ランダムな予測と比べても，v1は v2よりもやや劣る結果とな
り，Step IVの異常検知による予測を加えた方が，予測パフォーマンスが高くなると考えられる．
大阪市では，時変かつ静的な曜日や休日，季節，気候，催事といった要因のみから犯罪発生時
期を予測するのが困難であったといえる．ただし，それ自体が無用であるわけではなく，そう
した要因から予測される水準を犯罪発生の実態が上回っているときに警戒を行うことで抑止が
可能であることも，今回の結果は同時に示唆する． 

Table 2 には，ソウル市の分析の結果となる提案モデル V1，V2 による予測と，ベンチマーク
となる単純なランダムフォレスト (RF) , ランダムセレクション (RS) による予測を比較した結果
を示した．概して，提案手法の recall は，単純なランダムフォレスト回帰（RF）を上回った．
特に，比較的発生頻度の低い性加害については，提案モデル V2は RFを 0.1以上の水準で上回
り，recallは RFの 0.286に対して 0.401であった．これは，提案モデルが RFよりも 12％近く多
くの犯罪発生日を予測できることを示しており，この差は警察の実務に大きな影響を与えよう．
単純暴行では，この差は小さい．また，性加害では，異常検知を用いた V2では V1に比べて約
0.02 改善するが，単純暴行ではその差はほとんど無視できる．これは，性加害のメカニズムに
関連している可能性がある．酔客の喧嘩など含まれる単純暴行とは対照的に，性加害では，明
確な犯意を持った犯罪者がターゲットを探し，逮捕されずに活動を続けた場合に，活動頻度が
エスカレートするなどして，傾向が変動する可能性がある．今回の結果は，V2 が予測にこのよ
うな傾向をうまく利用できた可能性を示唆している．なお，性加害については precision が低い．
これは不均衡データの場合にはままあることで，RFと RSでも共通している． 
考察として，まず，大阪市の分析においては，提案手法はランダムな予測を概ね上回るパフ
ォーマンスをあげていたものの，クラスターによっては差が小さいものもあった．対してソウ
ル市では，予測性能の評価方法は少し異なるものの，提案手法はランダム予測や，単純な機械
学習モデルに比して良好なパフォーマンスであり，その差は単純暴行よりも，頻度の低い性加
害でむしろ大きかった．犯罪発生頻度については，大阪市の車上狙い・部品狙いとソウル市の
性加害は同程度の水準（3,000～5,000 程度）であることからも，提案手法の性能が大阪市（日
本）で相対的に低かったのは，頻度よりも犯罪の種別による差によるものかもしれない．もっ
とも，地域性，文化・社会的背景といった犯罪を取り巻く環境の違いによる可能性もあり，今
後，似通った罪種での検証が望まれる． 
また，大阪市，ソウル市の両者において，予め把握可能な時変変数のみ用いた V1 モデルよ
りも，そこから予測される水準を大きく外れた変動を捉え，それを予測に取り入れた V2 モデ
ルが例外なく高いパフォーマンスを発揮していた．このことは，犯罪発生水準が直近で犯罪が
発生した場合に一時的に上昇することを主張する近接反復被害等（Townsley et al., 2003 など）
の既存の犯罪学理論とも一貫するものである．ただし，本研究で用いた異常検知の手法は，よ



り一般的に犯罪者の活動水準の上
昇を捉えたものであり，今回の結
果は，こうしたトレンドを予測に
取り入れるための一つの有効な方
法を提案できたといえよう．また，
分析を通じて，クラスターごとに
どの時変変数が犯罪と関連してい
るかが異なっていることが示され
た．こういった傾向について考察
できることは，犯罪抑止に大きな
意味を持つだろう． 
最後に，今回は町丁目をまとめ
たクラスターごとに犯罪発生日の
予測が行われたが，クラスターに
よって広さ・含まれる町丁目数は
異なり，実用にあたっては，警察
署や交番の配置も考慮しながら警
戒すべき日・場所を定めてゆく必
要がある．この点は，実装に関連
した課題として今後新たに研究を
進めてゆく必要があろう． 
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Table 1  大阪市における予測性能評価結果  
recall_v0 recall_v1 recall_v2 

Min. 0.000 0.000 0.000 
Median 0.080 0.091 0.170 
Mean 0.084 0.101 0.210 
Max. 0.333 0.333 0.500 
NA's 2 2 2  

precision_v0 precision_v1 precision_v2 
Min. 0.000 0.000 0.000 
Median 0.151 0.125 0.150 
Mean 0.213 0.221 0.235 
Max. 0.811 0.923 0.911 
NA's 0 0 0  

F1_v0 F1_v1 F1_v2 
Min. 0.036 0.036 0.022 
Median 0.131 0.129 0.148 
Mean 0.122 0.126 0.150 
Max. 0.226 0.261 0.281 
NA's 10 8 4 
 

Table 2  ソウル市における予測性能評価結果  
Model Performance (mean 
for 365 days) 

Simple assault Sexual offense 

Recall V1: by Time-variant Variables 0.324 0.379 

V2: V1 & Anomaly Detection 0.332 0.401 

Random Forest 0.309 0.286 

Random Selection 0.177 0.197 

Precision V1: by Time-variant Variables 0.477 0.084 

V2: V1 & Anomaly Detection 0.465 0.077 

Random Forest 0.452 0.064 

Random Selection 0.298 0.046 

F1 V1: by Time-variant Variables 0.383 0.139 

V2: V1 & Anomaly Detection 0.384 0.130 

Random Forest 0.364 0.110 

Random Selection 0.220 0.086 
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