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研究成果の概要（和文）：著者がすでに提案している，多クラス識別問題に対して幾何マージンを正確に最大化する多
目的多クラスサポートベクトルマシン(MMSVM)に対し，例外データが含まれる教師データに対しても学習可能なソフト
マージンモデルへの拡張や，クラスタリングなどを利用した学習時のメモリー使用量・計算時間を削減した定式化，そ
の解法について検討した．その際，制約領域の制限法，多目的最適化問題の求解法，スラック変数に対するペナルティ
関数などの選択の組み合わせを様々に検討し，その中で，サポートベクトルに基づくデータ削減，候補集合を広げた一
対多に基づくMMSVM，k-means法を用いたMMSVMの有効性を確認した．

研究成果の概要（英文）：We had proposed the multiobjective multiclass support vector machine (MMSVM), 
which can maximize the geometric margins for multiclass classification problem. In this study, we 
developed reduction methods of time and space computational complexity of the MMSVM, and extended the 
MMSVM into soft-margin models which can learn training data including outliers, where we compare the 
performances of various combinations from some restriction methods of the constraints of the MMSVM, 
several solving method of the multiobjective optimization, and two kinds of penalty functions. Among 
them, we verified that some propose methods, a data reduction method based on support vectors for the 
soft-margin MMSVM, an improved MMSVM based on the one-against-all method, an MMSVM based on the k-means 
method are more effective than existing methods.

研究分野：機械学習，最適化

キーワード： 多クラス識別問題　教師有り学習　サポートベクトルマシン　多目的最適化　マージン最大化　クラス
タリング　2次錐計画問題
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1. 研究開始当初の背景

サポートベクトルマシン (SVM) は，2 クラス
識別のための有力な機械学習モデルであり，求解
の容易な凸 2 次計画問題を解くことで，識別関数
f(x) = w⊤x + b （w, b が決定変数）を構成する．
その際，幾何マージンと呼ばれる，識別超平面と教
師データ間の距離の最大化により，汎化性能（未知
のデータに対する識別能力）の高い識別器が得られ
ることが統計学的に示されている．
この 2クラス SVMを，データ xi, i = 1, . . . , l

とその分類先のクラス p ∈ M := {1, . . . ,m} （教
師データ）が与えられたもとで未知データ xを正し
く分類する問題に拡張する．x がクラス pに分類さ
れた場合の確信度を示す関数 fp(x) = (wp)⊤x− bp

を作成し，識別関数

fM (x) = arg max
p∈{1,...,m}

fp(x)

により確信度が大きいクラスに識別する．この確信
度関数の学習方法として，

(i). 一対多手法 (One-against-all:OA) 1つのクラ
スとそれ以外を識別する 2クラス SVMをm

個学習）[1]

(ii). 一括型手法 (All-Together:AT) m個の確信度
関数を一度に学習 [8]

がある．(i)では，各 2クラス SVMを 2次計画問
題の求解により得る一方，(ii)では，分類先クラス
が pであるデータ集合を Ipとすると，正規化され
た幾何マージン（関数マージン）1/||wp − wq|| の
逆数の和の最小化：

min
w,b

1

2

∑
p∈M

∑
q>p∈M

∥wp − wq∥2

s.t (wp − wq)⊤xi + (bp − bq) ≥ 1, i ∈ Ip,

q ̸= p, p, q ∈M.

により求解を行う [8]．なお，線形モデルは，カー
ネル法を用いて非線形に拡張可能であり，汎化性の
議論は同様に行える．
筆者は，上記の (i), (ii)の方法において，汎化

性能向上のために重要な幾何マージン，つまり，識
別関数 fM (x)により定まる，各クラス間の識別超
平面

(wp − wq)⊤x+ (bp − bq) = 0

と，この識別超平面に最も近いデータ間の幾何学的
距離

dpq(w, b) = min
i∈Ip∪Iq

|(wp − wq)⊤xi + (bp − bq)|
∥wp − wq∥

,

q > p, p, q ∈M

が正確に最大化されてないことを指摘した [7]．(i)

の 2クラス識別時の幾何マージン最大化，(ii)での
関数マージン最大化が，必ずしも，幾何マージン最
大化を意味しないことを示し，従来の 2手法に対し，
幾何マージンを正確に最大化する，多目的多クラス
SVM, Multiobjective Multiclass SVM (MMSVM)

および MMSVM-OA,を提案し（以下は, MMSVM

の定式化），

(M) max
σ12

∥w1 − w2∥
, . . . ,

σm−1,m

∥wm−1 − wm∥
s.t. (wp − wq)⊤xi + (bp − bq) ≥ σpq,

i ∈ Ip, q ∈M \ {p},
σpq = σqp ≥ 1, q > p ∈M,

そのモデルの最適解に，従来法に比べて汎化性能
が高いものが多数存在することを確認した [7]．そ
の際，複数の目的関数（幾何マージン）を同時に最
適化する必要があるため，多目的最適化として定
式化し，そのパレート最適解が 2 次計画問題とほ
ぼ同等の求解の容易さをもつ 2次錐計画問題 [5]の
求解で得られることを示した．さらに，MMSVM,

MMSVM-OAに，非線形識別関数を効率的に構成
するカーネル法を適用する方法も提案し，線形識別
に比べ，幾何的マージン最大化による識別率の向上
がより顕著に見られることも確認した [7].

2. 研究の目的
本研究の目的は，筆者らが既に提案した，幾何マー
ジンを正確に最大化することで汎化性を向上させる
多クラス用の新しい SVM, MMSVM に対し，

(1) 例外データが含まれる教師データに対しても
学習可能なソフトマージンモデルに拡張

(2) 学習時のメモリー使用量・計算時間を削減し
たモデルの構築，

(3) 問題に適した厳密解法およびメタヒューリス
ティックス解法の開発

(4) 幾何マージンに加え，より直接的に汎化性を
計量可能な指数をメタヒューリスティック法
の適合度に加えた新しいモデルの開発

等を目指す．

3. 研究の方法

研究目的 (1)–(4)を達成するため，MMSVMに基
づいた多クラス識別 SVMに対して，以下の 1⃝～ 4⃝
のポイントについて，各々の手法を選択したときの
組み合わせで得られる識別器の性能について検討す
る（ただし，必ずしもすべての組み合わせ方が実現
可能ではない）．以下の各項目で ∗ がついた手法
は，すでに検討済みの組み合わせを表す．

1⃝ 制約条件の制限方法：計算量削減や高い識別
率をもつ解を効率的に求解できるよう，提案した
MMSVM の実行可能解を限定する方法を検討



(a) 一対多手法 [1]で得られた重み w̄p, p ∈M を
用いた制限その 1∗: wp = αw̄p, p ∈M

(b) 一対多手法で得られた重み w̄p, p ∈M を用い
た制限その 2: wp =

∑
q∈M\{p} α

q
pw̄

q, p ∈M

(c) 各クラス間で 2クラス SVMを構成する方法
である一対一手法 [2]で得られた重みを用い
た制限

(d) 1クラスを囲い込む境界を SVMを用いて構成
する方法である 1クラス SVM(SVDD)[3]を
用いて，そこで得られた情報を用いた制限

(e) クラスタリング（k-means法）[4]による前処
理による制限

2⃝ 多目的最適化問題の求解方法：多目的問題 (M)

をスカラー化手法に基づいて求解する方法や，汎化
性を考慮した目的関数をさらに導入し求解する方法
を検討

(I) ε制約法 ∗：対象とする多目的最適化問題の複
数の目的関数から，一つ選択したものを目的
関数，残りの目的関数を 1⃝ で得られた情報
に基づいて選択した定数を用いて制約とした
1目的 2次錐最適化問題を求解する方法

(II) クラス間距離などを用いた参照点法：一対一
手法やいくつかの手法で得られる各クラスペ
ア間のマージン距離や重心間距離をもとにし
て，実現可能な（また理想的な）幾何マージン
比を推定し，その値を参照点として用い，そ
の比に近い距離を最適解に持つ，近似 1目的
2次錐最適化問題を導出し求解する方法．

(III) マージン差最小化を考慮する方法：各クラス
間の幾何マージンは，識別超平面と 2つのク
ラスデータ中の最近のデータとの距離であた
えられ，その超平面と各クラス間の距離は等
しいとは限らない．そこで，各クラス間距離
の差もより小さくする指標としてマージン差
を導入しメタヒューリスティック手法等で求
解する方法

3⃝ ソフトマージンモデル：例外データ用のスラッ
ク変数のためのペナルティ関数を，多目的最適化問
題の目的関数として構成する方法の検討

(i) ソフトマージンを導入しない方法 ∗（ハード
マージンのもとでの他の方法の組合せのチェッ
ク用）

(ii) マージン最大化と侵入量最小化をすべて個別
の目的関数にした方法

(iii) クラスペアごとにマージンと侵入量の逆数の
和の最大化を行う方法

4⃝ データの削減法：ソフトマージン法の場合，デー
タ数だけのスラック変数が必要になるため，全デー

タを用いた多目的問題の求解には膨大な計算量が必
要となる可能性が高い．そのための前処理 1⃝ で得
られた情報を用いてデータ数を削減する方法の検討

(A) データ削減を導入しない方法 ∗

(B) 前処理で得られたサポートベクトル以外の
データもしくは，識別平面の近傍に入らない
とみなせるデータの削除

の様々な組み合せの各々を検討する．

4. 研究成果
3．で述べた組み合わせを検討した結果の概要を

(1) で示し，(2) では，その中でも良質な性質をも
つ 3つの組み合わせを報告する．また，主に線形化
モデルでの定式化を示すが，容易にカーネル法の適
用可能な非線形モデルに拡張が可能であり，数値実
験では非線形モデルを用いて検証した．

(1) 各組み合わせについての概要

ポイント 1⃝について：
(a), (b) 一対多，(c) 一対一，(d)SVDD, (e)k-

means 法による実行可能領域限定のための前処理
にかかる計算時間・必要なメモリーサイズについて
は，概ね，(e) < (d) < (c) < (a),(b) の順に小さ
く，また，得られた識別器の性能は，(b) > (a),(c)

> (e) >> (d) の順に高いことを確認した．ただし，
一対多の (a),(b)，一対一の (c) については，各々有
効となる問題が異なっている．

ポイント 2⃝について：
データ数が少ない問題に対し，(III)によるマー

ジン差最小化を加えた定式化により得られた識別器
には，高い識別能力をもつものが得られることを確
認．データ数を増やすにつれその指標の有効性は明
確には確認できなかった．(I), (II)については，(I)

により得られる識別器の方が若干識別率が高いもの
の， 1⃝での一対多手法と一対一手法での傾向と同様
に，2つの方法でそれぞれ有効な問題が異なる結果
が見られた．

ポイント 3⃝ について：
得られる識別率の性能に関して (i)と (ii)での大

きな差はなかったが，スラック変数の和を各クラス
ペアごとに目的関数として扱う (ii) のほうが，パラ
メータ選定が容易であることを確認した．

(2) 有効性が確認できた代表的な結果

1⃝ ソフトマージンへの拡張およびデータ選択法
[組み合わせ (a)-(I)-(ii)-(B) ]

(M)をソフトマージンモデルへと拡張する方法
として，スラック変数 ξpqi を用いてすべてのデー
タを正しく識別する制約を緩和し，マージンを最大
化しつつも，スラック変数に対するペナルティ関数

ζpq(σ, ξ) =

∑
i∈Ip ξpqi +

∑
i∈Iq ξqpi

σpq



を導入し，それを最小化する問題として定式化し，

(SMOA)

max
α,β,σ

σ12

∥α1w̄1 − α2w̄2∥ , · · · ,
σm−1,m

∥αm−1w̄m−1 − αmw̄m∥
−ζ12(σ, ξ), . . . ,−ζpq(σ, ξ)

s.t. (αpw̄p − αqw̄q)⊤xi + (βp − βq) ≥ σpq − ξpqi,

i ∈ Ip, q > p, p, q ∈ M,

(αqw̄q − αpw̄p)⊤xi + (βq − βp) ≥ σpq − ξqpi,

i ∈ Iq, q > p, p, q ∈ M,

σpq ≥ 1, q > p, p, q ∈ M,

ξpqi ≥ 0, p, q ∈ M.

とした．この場合，変数の数が m(5m − 2)/2 +

|
∑
p Ip|(m − 1) となり，第 2項が全データ数を含

むため計算量が増加する．そこで，教師信号とし
て，一対多手法での学習時，いずれかの 2 クラス
SVMでのサポートベクトルとなっているデータの
みを用いる方法を提案した．つまり，Sp := {i ∈
Ip| xiがサポートベクトル } とし，(SMOA) におけ
る Ip を Sp で置き換えた定式化 (RSMOA) を導出
した．

このとき，変数の数は m(5m − 2)/2 +∑
p |Sp|(m − 1) となる．また，削減したデータ数

分，制約条件数も減少する．この２つの定式化に対
して，カーネル法を適用することで非線形モデルも
導出可能であり，(I)の ε制約法によりパレート解
を求める．

数値実験として，ベンチマークデータ [6] を
用いて，最も安定性のある Cross-Validation によ
り 10試行での平均識別率を比較した．(RSMOA)

は，(SMOA) とほぼ同等の識別率を維持する一方，
(RSMOA)の学習時間は，比較的多数データをから
なる識別問題の場合，(SMOA)に比して 50％以下
となった．つまり，提案したデータ削減法が，識別
率を維持しながら計算時間を大幅に削減できている
ことを確認した．

2⃝ 候補集合を広げた一対多手法に基づく
MMSVM, MMSVM-IOA [組み合わせ (b)-

(I)-(i)-(A) ]

この方法では，一対多手法で得られたクラス p

と残りのクラスを識別する識別平面の法線ベクトル
w̄p, p ∈M を用いて，

wp = W̄αp, W̄ = [w1, . . . , wm]

と限定する．ここで，αp ∈ Rm, p ∈M は決定変数
である．この変数は以下の問題を解くことにより決
定する．

(IMOA)

max
α,b,σ

σ12
∥W̄α1 − W̄α2∥

, · · · , σm−1,m

∥W̄αm−1 − W̄αm∥
s.t. (W̄αp − W̄αq)⊤ϕ(xi) + (bp − bq) ≥ σpq,

i ∈ Ip, q > p, p, q ∈M,

(W̄αp − W̄αq)⊤ϕ(xi) + (bp − bq) ≥ σpq,

i ∈ Iq, q > p, p, q ∈M.

この多目的最適化問題のパレート最適解は，(I)の
ε-制約法を用いて導出した，1目的 2次錐計画問題

(ε-IMOA)

max
α,b,σ

f1(α, σ) =
σrs

∥W̄αr − W̄αs∥
s.t.

σpq
∥W̄αp − W̄αq∥

≥ εpq,

q > p, (p, q) ̸= (r, s), p, q ∈M,

(W̄αp − W̄αq)⊤ϕ(xi) + (bp − bq) ≥ σpq,

i ∈ Ip, q > p, p, q ∈M,

(W̄αq − W̄αp)⊤ϕ(xi) + (bq − bp) ≥ σpq,

i ∈ Iq, q > p, p, q ∈M.

を解くことで得られる．
1⃝と同様に，ベンチマーク問題を用いた数値実

験により，MMSVM-IOA とMMSVM-OA を比較
すると，多くの問題に対し，MMSVM-IOA により
MMSVM-OA よりも高い識別率をもつ識別器が得
られた．計算時間については，少数のクラス数の
識別問題に対して 2 つの手法の計算量に大きな差
はない一方，4 クラス以上の識別問題に対しては
IMMSVM-OA のほうが計算量が多いものの，6ク
ラスの識別問題においてもMMSVM-OA の 2倍未
満であり，計算量に余裕がある場合には比較的識別
率の高い MMSVM-IOA が有効であることを確認
した．

3⃝ k-means法を用いたMMSVM, MMSVM-

KM [組み合わせ (e)-(II)-(i)-(A) ]

手法 (a)–(c)での一対多，一対一手法を前処理
に使用する場合，全データを用いる 2クラス SVM

を複数個学習する，もしくは，比較的小さな 2 ク
ラス SVMをクラスペアの組み合わせだけ学習する
ことになり，大規模データに用する場合に必要なメ
モリー，計算時間が膨大になりうる．そこで，各ク
ラスごとに代表点を選択し，その点の線形和として
wp に制限を加える方法を提案した．
クラス pに対応するデータ ϕ(xi), i ∈ Ipに代表

的なクラスタリング手法である k-means法 [4] を適
用し，以下の関数を最小化するようなクラスタ（分
割）Ikp ⊂ Ip, k = 1, . . . , np, Ip = ∪np

k=1I
k
p を求める．

Ep =

np∑
k=1

∑
i∈Ikp

∥ϕ(xi)− ψp,k∥2

ここで，np は，各クラスごとに設定するクラスタ
数を表し，各クラスタ k の 重心 ψp,k は，ψp,k =∑
i∈Ikp

ϕ(xi)/|Ikp | で与えられる．また，カーネル法
も容易に適用可能であり，以下では非線形モデルで
の記述を行う．k-means法は，初期値依存性を持ち，
必ずしも Ep を最小化する解が得られるとは限らな



い．そのため，数値実験では，k-means法を 20試
行し，その中で最小の Ep が得られたクラスタリン
グでのクラスタ重心を用いた．

クラス p のデータに k-means法を適用して得
られるクラスタの重心 ψp,k, k = 1, . . . , nc と新た
な決定変数 γpq,k, k = 1, . . . , np, p, q ∈M を用いて，
MMSVMのクラス p ∈ M に対する重みベクトル
wp を

wp =

m∑
q=1

nc∑
k=1

γpq,kψ
q,k = Ψγp

と限定する．このとき，識別関数は，

f(x) = argmax
p∈M

{
(Ψγp)⊤x+ bp

}
と表され，多目的最適化問題は，

(KM)

max
γ,b,σ

σ12
∥Ψγ1 −Ψγ2∥

, . . . ,
σm−1,m

∥Ψγm−1 −Ψγm∥
s.t. (Ψγp −Ψγq)

⊤
ϕ(xi) + (bp − bq) ≥ σpq,

i ∈ Ip, q > p, p, q ∈M,

(Ψγq −Ψγp)
⊤
ϕ(xi) + (bq − bp) ≥ σpq,

i ∈ Iq, q > p, p, q ∈M,

σpq ≥ 1, q > p, p, q ∈M.

で与えられる．この問題のパレート解を得るために
行列 Ψ⊤Ψ を対角化 Ψ⊤Ψ = TψΛψT

⊤
ψ し，その正

の固有値に対応する対角行列 Λ̄ψ と行列 T̄ψ を用い

て新たな決定変数を ζp = Λ̄
1
2

ψ T̄
⊤
ψ γ

p とおくと以下の
(KM2)が得られる．

(KM2)

max
ζ,b,σ

σ12
||ζ1 − ζ2||

, . . . ,
σm−1,m

||ζm−1 − ζm||
,

s.t. (ζp − ζq)⊤T⊤
ψ Λ

− 1
2

ψ κ̄(xi) + (bp − bq) ≥ σpq,

i ∈ Ip, q > p, p, q ∈M,

(ζq − ζp)⊤T⊤
ψ Λ

− 1
2

ψ κ̄(xi) + (bq − bp) ≥ σpq,

i ∈ Iq, q > p, p, q ∈M,

σpq ≥ 1, q > p, p, q ∈M.

ここで，kp(x) = (
∑
j∈I1p

k(xj , x)/|I1p |, . . . ,∑
j∈Inp

p
k(xj , x)/|Inp

p |), である．(MK2) を解くこ
とで，(MK)のパレート最適解が得られる．(MK2)

を解くために，手法 (II)の参照点法を用いた 1目
的 2次錐計画問題を導出する．各クラス pの重心
gp =

∑
i∈Ip ϕ(x

i)/|Ip|, p ∈M に着目し，各クラス
ペアの重心間距離を用いて参照点を

rpq = ∥gp − gq∥, p, q ∈M,

と設定する．ここで，この重心間距離の比が，最適
な識別関数における幾何マージンの比に比較的近い
ものと仮定する．次に，参照点とパレート最適解と

の距離を l1 ノルムの意味で最小化する 1目的最適
化問題を導き，さらに，その問題に容易に求解可能
となるための変形を加え，以下の 2 次錐計画問題
(KMR)を導出する．

(KMR)

min
ζ,b,σ,l

∑
p∈M

∑
q>p

lpq

s.t. lpq > 0, q > p, p, q ∈M,

rpq∥ ζp − ζq ∥ − σpq ≤ lpq,

q > p, p, q ∈M

κ̄(xi)⊤Λ
− 1

2

ψ Tψ(ζ
p − ζq) + (bp − bq) ≥ σpq,

i ∈ Ip, q > p, p, q ∈M,

κ̄(xi)⊤Λ
− 1

2

ψ Tψ(ζ
q − ζp) + (bp − bq) ≥ σpq,

i ∈ Iq, q > p, p, q ∈M,

σpq ≥ 1, q > p, p, q ∈M.

この問題は凸計画問題であり，内点法による効率
的な求解か可能である．一方で，この変形のため，
(KM)のパレート最適解を近似的に求めていること
になる．

表１：4つの方法での平均識別率（％）
問題 (M) (MOA) (IMOA) (MK)

Car 99.48 99.36 99.36 98.21

Balance 97.72 99.68 99.52 99.84

Glass 96.69 95.28 96.69 96.69

表２：4つの方法での平均学習時間（秒）
問題 (M) (MOA) (IMOA) (MK)

Car 1019.6 34.869 35.494 7.702

Balance 15.727 3.155 2.973 0.789

Glass 5.414 0.731 0.802 0.530

1⃝, 2⃝と同様にベンチマーク問題に対する
10 試行平均識別率を比較する数値実験を行い，
MMSVM (M), MMSVM-OA (MOA), MMSVM-

IOA (IMOA), MMSVM-KM (MK)を比較した．表
１，２は，その中で，RBFカーネルを用い，クラ
スタ数として np = ⌊0.1|Ip|⌋ と設定した場合の 3つ
の問題に対する平均識別率と平均学習時間を比較し
たものであり，MMSVM-KM が学習時間を削減し
ながら，識別率をほぼ維持もしくはよりよい値をも
つ識別器が得られていることが分かる．この結果か
ら，k-means法による前処理やその結果を用いた識
別超平面の法線ベクトルの限定，クラスタ重心間距
離を用いた参照点法による (KM)の近似的求解が
有効であることを示している．

4⃝ 成果の位置づけと今後の展望
ハードマージンMMSVMの識別能力をほぼ維持し
つつ変数を削減する方法や，データを削減しつつソ
フトマージンモデルに拡張する方法の開発により，
より大規模なデータに提案多クラス SVMが適用可



能になり，SVMそのものの適用先をより広げるこ
とに貢献したといえる．今後の展望として，この研
究で得られた結果を生かした大規模な実際の識別問
題への適用や，幾何マージン自身の近似により，パ
レート解集合からより効率的に解を求めることで更
なる求解の効率化をはかる研究などが考えられる．
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