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研究成果の概要（和文）：データが高次元であるとき「次元の呪い」と言われる現象が起こる．ごく最近新たな
現象として，データ中心に近い事例が，次元が高くなると非常に多くの事例と距離が近くなる現象が報告され
た．この事例はハブと呼ばれ，ハブは他の事例のk 近傍に頻出するため，近傍情報を利用した分類や検索，グラ
フ構築に悪影響を及ぼす．生命情報学分野における塩基配列データや文書（PubMed）をはじめ，大規模高次元デ
ータは増える一方であるが，活用法は十分に開発されていない．本研究では，大規模高次元データの問題の一面
であるハブに注目し，類似度・距離尺度を工夫することで，分類・検索の改善を行った．

研究成果の概要（英文）：Recently, hubness, a phenomenon occurring in high-dimensional datasets as a 
result of curse of dimensionality has attracted the attention of researchers in the artificial 
intelligence community, especially for data mining and machine learning.
In this work, we pointed out that the hubness influences the performance of k-nearest neighbor 
(k-NN) methods. We reported that subtracting mean vector from each sample (centering) is a simple, 
yet very effective for improving k-NN classification. Also, we proved that centering is effective 
for k-NNs, because centering reduces hubs in a dataset.

研究分野：統計的機械学習

キーワード： ハブネス　ハブの軽減　センタリング　近傍法
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１．研究開始当初の背景
 
 事例（文書データなど）は，事例の特徴を
要素として持つ，特徴空間上のベクトルとし
て表現される方法がデータマイニングや機
械学習分野で広く活用されている．特徴の数
が多い（つまり，ベクトルが高次元になる）
ほど，事例を表現する情報量が豊かになり，
データの解析精度も高まるように思われる
が，良いことばかりではない．
 
 高次元空間では，我々が低次元空間で
解がその
い」として知られる
空間の縁にデータが集中する現象は，次元の
呪いの一つとして以前から知られていたが，
最近，新たな次元の呪いとして，高次元デー
タにはハブが出現する現象が報告された．ハ
ブは，データ中心（セントロイド）に距離が
近い/
で多くの事例と距離が近くなる
くなる事例である
けで多くの事例と類似度が高くなるハブが
出現する例を人工データで示す．
 

 
  
ハブの出現は，高次元デー
グラフ構築に対し，望ましくない結果をもた
らす．
 
 

 
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個の事例が属するクラスに基づいて分
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また，ハブをデータセットから取り除いても，
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似度行列をセンタリングする，すなわち，特
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の発
論的背景を調べ，それをラプラシアンカーネ
ルのパラメタ調整によるハブの出現度合の
変化との関連を調査することより，理論的背
景を深め，より一般性の高い理解を求める．
 
 
課題②
で一定になること」以外にも存在すると考え
られる，ハブの出現を減らす条件を見つける
 
 
課題③
ハブの出現
 
 リンク解析の観点を手掛かりにデータ数
とハブの関係を解明する．
ラプラシアンベースカーネルを元にした通
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ハブの出現と次元数に関しての考察は行
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変化との関連を調査することより，理論的背
景を深め，より一般性の高い理解を求める． 

「セントロイドとの類似度が全データ
で一定になること」以外にも存在すると考え
られる，ハブの出現を減らす条件を見つける． 

データセットの次元数及び事例数と，

リンク解析の観点を手掛かりにデータ数
らは，

ラプラシアンベースカーネルを元にした通
勤時間距離について，事例数が大きいと不自
然な距離尺度を与えることをリンク解析の

らは，
ハブの出現と次元数に関しての考察は行っ



たものの，データ数との関連には言及してい
ない．しかし，我々が行った人工データを用
いた予備実験の結果，ハブの出現は，データ
セットの次元数のみならず，事例数とも関係
があることが判明した．このことから，ハブ
の出現/解消にはデータ数も重要な要因であ
ると考えられ，リンク解析の観点を手掛かり
に，事例数とハブの関係を解明する． 
 
 
課題④：データの疎/密（sparse/dense）と，
ハブの出現/解消との関係の調査 
 ラプラシアンベースのカーネルが類似度
尺度として有効となるデータセットの性質
を解明する．ラプラシアンベースのカーネル
は機械学習の分野でその有効性が知られ，よ
く使われる．しかし，我々の実験から，デー
タセットの性質(sparse/dense)が異なると，
ラプラシアンベースのカーネルにより，ハブ
の出現を軽減できる度合いが違うことがわ
かった． 
データセットが疎/密かは，事前に簡単に調
べることができる．よって，ラプラシアンカ
ーネルが類似度尺度として，どのようなデー
タセットに対して有効となるのかを解明で
きれば，複雑なアルゴリズムやモデルに組み
込む前に，その有効性を予め予測できる．  
 
 
４．研究成果 
 
課題①に関して，類似度尺度を「centering」
することにより，ハブを減らすことができる
か，理論的な説明を行い，国際会議EMNLP 2013 
にて，「Centering Similarity Measures to 
Reduce Hubs」 として発表を行った． 
 
課題②に関して，これまで検討を行ってきた
(global) セントロイド以外にも，local セ
ントロイドとの関係でハブの出現と関係が
あることがわかった．また，local セントロ
イドとの関係から，類似度尺度を localized 
centering を行うことで，ハブを軽減できる
ことがわかり，国際会議 AAAI 2015 にて，
「Localized Centering: Reducing Hubness 
in Large-Sample Data」 として発表を行っ
た． 
 
課題③に関して，ハブの出現には，データセ
ットの次元数のみならず，事例数も関係する
ことがわかった．すなわち，次元数が小さく
ても，事例数が大きいとハブは出現する．な
お，このようなハブについて，我々がこれま
で報告してきた global centering ではハブ
を軽減できなかった．そこで，課題②で提案
した localized centering では，ハブを軽
減できることがわかり，国際会議 AAAI 2015 
に て ，「 Localized Centering: Reducing 
Hubness in Large-Sample Data」として発表
を行った． 

 
課題④に関して， 「データの density 
gradient」の観点からハブの出現について検
討を行った． 
本研究では，density gradient を考慮する
ことで，距離尺度に関して，ハブを軽減する
方法の提案をした．そして，提案手法により
ハブが軽減できる理由を解析的に示した．す
なわち，我々の手法を距離尺度に適用するこ
とで，density gradient を一定にし，ハブ
を軽減できることを解析的に示した． 
成果は，AAAI 2016 にて「Flattening the 
Density Gradient for Eliminating Spatial 
Centrality to Reduce Hubness」で報告した． 
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